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Zusammenfassung

Der NutzenKunstlicher Intelligensorgt gegenwartig fur Paradigmenwechsel. Auch in der
Fernerkundung enmen Verfahren deKinstliche Intelligenz spezifiscibeep Learningeine
zunehmend tbergeordnete Rolle ein. Die Anwendungeep Learningufhoch aufgeldsten
Rapid Eye Satellitendaten zum Zweck der Landbedeckungsklassifikatioh mithilfe vom
bestehenden Digitalen Landbedeckungsmodell fur Deutschlagezeigt. Anhanddes
Bundeslandes Bayern werden Trainingsdaten fir das kunstliuronale Netzwerk
generiert, trainiert, validiert und getestetEin Vergleich vorbeep Learningind Shallow
LearningMethoden ¢ K-NearestNeighbor und RandomForest¢ jeweils eingebunden in
pixelbasierten und objektbasierten Verfahren in zwei Softwarepaketefrcgis Pround
eCognition ¢ zeigt wie sich unterschiedliche Methodenkombinatioen auf die
Klassifikationsgiten delcandbedeckungn auswirkt Als Resultat dieseguantitativen und
gualitativen Vergleichs zeigt sicin dieser Arbeit dassDeep LearningMiethoden n der
pixelbasierten Urgebung vonArcgis Prpunter Berlcksichtigungler zuverlassigstembeep

LearningHyperparameterdie besterKlassifikationsguterrzielen
Abstract

The use ofArtificial Intelligencas currently causing a paradigm sh#fttificial Intelligence
specificallyDeep learningis also playing an increasingly important role in remote sensing. The
application of deep learning on higksolutionRapidEyesatellite image data for the purpose

of land cover classifications will be demonstrated using the existing labeled vectoofdata
Germany, theDigitales Landbedeckungsmodell fir Deutschl@ased on the federal state of
Bavaria, training data for the artificial neural network is generated, trained, validated and
tested. A comparison ddeeplearningand Shallow Learningmethods¢ K-Nearest Neighbor
andRandonForest in pixetbased and objeebased environments in two software packages

¢ Arcgis Proand eCognition¢ shows how different method combinations affect the
classification qualities of land coveAs a result of thisquantitative and qualitative
comparison this scientific work showshat Deep Learning methods achievethe best
classification qualities in the pixbhsed environment ofArcgis Prpconsideringthe most

provenDeeplearninghyperparameters.
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1 Einleitung

DieFernerkundung und die Abbildung der Erdoberflache in Form von Karten sind bedeutende
Bestandteile der Geographie, die es uns gemeinsam ermoéglichen, natiurliche und
gesellschaftliche Prozesse der physischen Umwelt naher zu verstehen. undt
Satellitenbileer liefern wichtige Informationen zu landschaftlichen und aliologischen
Veradnderungen. Zudem bietet die Fernerkundung eine Basis an, mwtelcher der
anthropogene Einfluss im komplexen Menddmwelt Geflige Uberwacht und damit auch
auftretende globale Hrausforderungen zeitnah erkannt werden kénnen (vgl. Albertz 2007, S.
173).

Historisch betrachtet sind Karten seit der Sesshaftwerdung des MensabrerRelevanz
wobei es sich um erste Versuche handelte, seinen Besitz mittels einfacher Geometrie und
Astroromie zu verorten. Der praktische Nutzen solcher Karten war anfangs noch recht simpel,
aber fir die Entwicklung der Gesellschaft und fur die Entfaltung des menschlichen Weltbildes
unverzichtbar Geographie ist bis heute ein Bindeglied zwischen Natund
Gasteswissenschaften und durch interdisziplinares Handeln charakterisiert. Durch
Innovationen in der Erfassung der Erdoberflache konnten immer mehr und mehr
Informationen gewonnen werden, sodass das Band zwischen Informatik und Geographie
gestarkt wurde (vig Grosjean 2013, S. 9hd Wagner 2013, S. 18). Digitalisierung und neue
Technologien wie Massenspeicher und hochaufldsende Satellitenaufnahmen ermdéglichen es
die Erdoberflache in kurzer Zeit aufzunehmen. Um auch einen Vorteil daraus zu ziehen, muss
ein Mittel gefunden werden, die Rohdaten fiir den menschlichen Verstand auszuwerten. Die
Automatisierung in der Verarbeitung und auch die Generalisierung der Abbildung sind
wichtige Mittel, um grol3e Datenmengen und die darin verborgenen Informationen nutzba

machen. Generell wird hierbei von HigtaAnalysen gesprochen (vgl. Gore 1999, S. 528f).

In der Fernerkundung gibt eslabei verschiedene Methoden um Geoinformationen
auszuweren. Besonderdie Klassifikation der Landbedeckung ist ein unterstitzemdigz!

um Land und Wasseroberflachen vereinfacht darzustellen und zu untersuchen. Dabei handelt
es sich um ein relativessoziales Konstrukt, welches mittels Standardisierung international
fur unterschiedliche Fragestellungen genutzt werden k@ugh Comber et al. 2005, S. 8fhd

Jipp 202, S. 13)Klassifikationerwerden jedochin zahlreichenLandern aufwandig durch

1



visuelle Interpretation von Luft und Satellitenbildern bestimmt weshalb eine
Standardisierung erschwevtird. Nur wenige Lander verwelen bereits halbautomatische
Klassifikationsverfahreanter Zuhilfenahme vorKinstlicher Intelligenz~ortschritte in der
Anwendung von Kiinstlicher Intelligenzkénnten die Klassifikationsverfahreheziglich
Automatisierung und Standardisierungmodernisieren und den Nutzen der

Landbedeckungsklassifikati@nhthen(vgl. Bittner et al. 2021, S. 16).

1.1Forschungsziel

Kinstliche Intelligenmsbesonderdeep Learninlylethoden, offenbaren sich zunehmend als
ideales Werkzeug, um Klassifikationen unterschiedlicher Art durchzufiibeeri-okus dieser
wissenschaftlichen Arbeiliegt auf Landbedeckungsklassifikationedie Anwendung von
Deep und Machine LearningAlgorithmen in zwei ausgewahlten kommerziellen
Softwareprogramme ¢ Aragis Pround eCognitiong soll einen Einblick gewahrenwelche
Klassifikationsverfahren ider Geographieund Datenverarbeitundpesonders geeignet sind
Primar die zunehmendeQuantitat an Fernerkundungsdaterverlangt neue methodische
Perspektiven  ab, um die  Verfugbarkeit  an qualitativ.  hochwertigen
Landbedeckungsklassifikationegicherzustellen.Es ist von hoher Bedeutung fir die
Wissenschaft, zu erkennen, welche Genauigkeiten fur Klaswifisargebnisse mittel®eep
Learningerzielbar sd. Diese Ergebnisse betreffeauchdie verwendete Nomenklatuund
deren Generalisierungnd offenbarenzudem wo innerhalb des Klassifikationsschenrag
EinbulR3en der Genauigkeit zu rechnen idit einem Vergleich deKlassifikationsverfahren
soll gezeigt werden, wid.andedeckungsklassifikati@n gezielt mitKinstlicher Intelligenz

erstellt werden konnen

Annahmen die dazu Bezug nehmemd, dass edJnterschiede in der Anwendung und
Performanz der verwendeten Programme, beziglich der AnwendungDemp Learning
Algorithmen, gibt und dass signifikante Unterschiede zwischen den Ergebeisiséirren
Das Forschungsziel dieser Masterarbeit ist dieser@Amen angelehnt und versucht folgende

Fragerzu beantworten



1 Welche Genauigkeiten fur Landbedeckungsklassifikationsergebnisse lassen sich mit
den zwei ausgewahlterkommerziellen Softwareprogrammen undeep Learning

erreichen?

1 Welche Kombination aus Methode und Softwareprogramm eignet sich besser fur
Landbedeckungsklassifikationen und inwiefern trifft das auf die Klassifikationsgtite

einzelner Klassen nicht zu?

 Welche Hyperparameter im Deep Learning eignen sich, um die

Klassifikationsgaauigkeiten zu erhéhen?

Diese Forschungsarbeit ist wie folgt aufgebaun hachsten Kapitel 1.2 wird der
Forschungsstand erlautert. In diesem erfolgt eine kurze Vorstellun®eetschen Zentrums
fur Luft und Raumfahtind desBundesamtes fir Kartographie und Geodadém zustéandigen
Organisationenfur Landbedeckungsklassifikationen der Bundesrepublik Deutschland.
Darauffolgend wircein Uberblickgegeben wie Kiinstliche Intelligenand insbesonder®eep
Learning international und landerspezifiscygenutz werden Neben derErstellung von
Landbedeckungsklassifikationenwerden auch einzelne Anwendungsgebiete der
Objekterkennungetrachtet, um zu realisieren welchkléglichkeitendurch Deep Learning
geboten werden Kapitel 1.3 beschreibt die methodische Herangehensweise und die
verwendete Software. In Kapitel 2 folgen Grundlagder Kinstlichen Intelligenzind
Fernerkundungund des Weiterenwird auf die verwendeten Satelliterund Referenzdaten
eingegangen. Den HauptteachenKapitel3 und Kapiteld aus, in denen derArbeitsablauf
bzw. die Ergebnisse prasentiert werden. Zum Schluss foldtatasnit der Beantwortung der

Forschungsfragen.



1.2 Forschungsstand

Das 21 Jahrhundert istvon globalen Transformationsprogeen gepragt. Einerseitsvom
technische Fortschritt undder Digitalisierung andererseits vorsich dndernderZustéanden
auf der ErdoberflacheDiese Prozesse dien alsAntrieb der Fernerkundungnd tragenzu

einem dynamischen Forschungsstand, loler folgendbetrachtet wird

Dies lasssich anhand der sicim Orbitbefindenden Satelliten zeigem 4. Oktober 1957
wurde der erste kunstliche Satellit in die Erdumlaufbaebracht Im Jahr 195%olgte die
erste Satellitenaufnahme der Erdggl. Stengel 2017, S. 21%d Angermannet al. 2021, S.
71). Im Jahr 2022 [Stand Mai 2022] befinden sich laut demed Nations Office for Outer
Space Affairg204 kinstliche Objekte, darunter Uberwiegend Satelliten, im Orbit der Erde (vgl.
United Nations Office for Outer Space Affairs 2022).

Bei dieser Anzahl an Erdbeobachtwsystemensind Strukturen und Organisationen

notwendig welchefiir die Datenverarbeitungnd Distributionzustandigsind

Das Deutsche Zentrum fir Luft und RaumfalfRRLR), mit dem in dieser Masterarbeit
kooperiert wird,ist grundlegend am Management nationaler und europaischer Programme
beteiligt. Erdbeobachtungsdaten werden vom DLR empfangen, verarbeitet und weiterverteilt.
Neben der Satellitenkontrolle under Luft und Raumfahrt stehen auch Reste im Fokus,
welche zeitgendssische HerausforderungerVerkehr, Sicherheit, Energie und zahlreichen

weiteren Themen erforschegvgl. Deutsches Zentrum fur Luéind Raumfahrt 2013, S. 5).

DasBundesamt fur Kartographie und Geod4q8&G)st an der Verarbé&ung der gewonnenen
Daten beteiligt. Das Resultat ist dagyitale Landbedeckungsmodell fiir Deutschl@ndviDB
welches unter anderem dem Bund als Hilfsmittel dient, thematisch verschiedene Aufgaben
und Ziele zu verfolgen. Dadurch ist es fir unterscidadl Anwendungen von Interesse. Das
Landbedeckungsmodell enthélt flachenhafte Informationen zur gesamten Staatsflache, wobei
das Amtliche TopographiseKartographische InformationssystefATKIS) die geometrische
Basis bildet. Angaben zur Landbedeckung luaadnutzung werden zudem nach Vorbild der
europdischen Nomenklatur vorCorine LandGover (CLC) standardisiert, sodass eine
kontinuierliche Landbedeckungsklassifikation Europas gewdahrleistet werden kann. Wé&hrend
das DLMDE seit dem Jahr 2009 alle drei Jadk®ialisiert wird, erfolgt ein Update der CLC im
6-JahresTakt.



Umweltbezogenen Daten kommt zunehmend eine héhere Bedeutung zu, weshalb es wichtig
ist bestehende und neue Daten auf lokaler, regionaler und auch internationaler Ebene zu
vereinheitlichenund zu aktualisierenum die Bereitstellung und Nutzung zu erleichtern. Auf
der europaischen Ebene wird die Errichtung einer Infrastruktur fir Geodaten, sowohl flr
bereits existierende als auch fur neu generierte Daten, durch Richtlinieimilastructure fo
Spatial Information in the European CommuifiitySPIRE) festgelegt. Dies soll der Effektivitat
und Wirtschaftlichkeit dienen. Des Weiteren werden umweltbezogene Daten fiir ganz Europa
dank des CopernictRrogramms der Offentlichkeit frei zuganglich gentgell. Hovenbitzer

et al. 2015, S. 145fd Bundesamt fur Kartographie und Geodasie 2022).

BigDataAnalysen wurden in den letzten Jahren vor allem dubelep Learningepragt. Die
Anwendungsbereiche sind unterschiedlich und reichen von Bildanalysen bis hin zu
Spracherkennung und autonomen Fahren. Kinstliche neuronale Netzwerke, speziiseper
Learning erméglichen es Merkmale eines Bildes zu extrahieren und Biafitasionensowie
Objektidentifizierungemurchzufihrenvgl. Cresson 2020, S. IS¢mantische Segmentierung
auchSemantic Labelingder Image Segmentatignist der Prozess, welcher die Attribuierung
jedes einzelnen Pixels eines Bildes zu einer Klassanmt. Das ist das Grundelement einer
Landbedeckungsklassifikation miDeep Learning(vgl. Tuia et al. 2021, S. 46). Die
Fernerkundung profitiert grundsatzlich durch Fortschritte in d&instlichen Intelligenz
Besonders die Analyse von hyperspektralen, hochauflésenden  Aufnahmen
unterschiedlichster Zeitfolgen kann duréeep Learningerbessert werden. Allerdings ist
eine Erprobung der Methoden unausweichlich. Die ImplementierungDeep Learningn

Geoinformationssystemen spielt dabei einen entscheigemBaktor (vgl. Cresson 2020, S. IX).

Wie Abbildundl zeigt,ist Kiinstliche Intelligenzspezifiscibeep Learningacheribergreifend
hoch im Trend. Besonders in den letzten funf Jahren wumbdrreiche wissenschaftliche
Beitrage publiziert, welche dieglegen.Vor allem die Verbreitung vo@onvolutional Neural

Networksdurch LeCurt al. (2015) trugen dazu bei.
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Abbildungl: Anzahlder Publikationenunter demStichwort '‘Deep Learning' auf Web of Science in den letzten 20 Jahren.
Quelle:verdndertnach Clarivate 2022.

In der Fernerkundung hat die Anwendung Mdeep Learningor allem auf dieSemantische
Segmentierungind Objekterkennungeinen wichtigen Einfluss, da dadurch Veréanderungen
der Erdoberflacheg anhandvon Satelliterund Luftbilderng gut dargestellt werden kénnen.

Es gibt zahlreiche Anwendungsmadglichkeiten und Beispiele.

In derObjekterkennungpielt vor allem die Lokalisieng unterschiedlicher Objekte eine Rolle.
Mahmoud et al. (2019)haben beispielsweise in der Anwendung kinstlich neuronaler
Netzwerke eine Mdglichkeit gefunden, Objekte wie Flugzeuge, Schiffe, Sportptéatzau
identifizieren und zu lokalisieren.Lima etal. (2021)haben darin spezifisch eirMittel
gefunden, um illegale Swimmingpools in Portugal zu ermitteln und damit steuerrechtliche
Grundlagen und Lizenzen zu Uberprifen, welche das Finanzamt unterstitassl. et al.
(2022) andererseits nutzenneuronak Netzwerke zur Uberprifungind Verortung des
nautischen Verkelw Dies soll illegale Aktivitaten einddmmen und fir Sicherheit und Kontrolle
des Seeverkehrs sorgenLi et al.(2018) nutzen Deep Learningflr Verkehrsplanung im
stadtischen Gebiaind konnemmit der Methode delObjekterkennundrahrzeuge lokalisieren.

Die Methode derObjekterkennungnit Deep Learningignet sich somit, um auf dynamische
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und sich schnell andernde Gegebenheiten, wie sich bewegende Objekte, zu reabairen,

denenschnelle Handluren erwiinschtsind

Semantische Segmentierungen eignen sich im \fgleich dazu,
Landbedeckungsklassifikationamd Veranderungen der Erdoberflache zu klassifizieren
welche weniger dynamisch sindBesonders die Volksrepublik China hat seit 1980 grol3e
Fortschritte in der Spektroskopie und Anwendung hyperspektraler Datemaght, weshalb

es nicht verwunderlich ist, dass ein Grof3teil dieser Literatur bzw. nennenswerte Autor:innen
hier ihren Ursprung haben. Die Grinde fur diesen rasanten Aufstieg sind vielfaltig. Das
Flachenausmall des Landes an sich und die rasante wirtsdhafEntwicklung des Landes
und damit einhergehende Verédnderungen der Umwelt sind jedoch wesentliche Faktoren,
welche auch die Entwicklung der Fernerkundung im BereiciDemp Learningeginstigten

(vgl. Gong 2012, S. 2784idiTong et al. 2014, S. 70).

Autor:innen wie Liang et a{2020), Cheng et al. (2020), Maal. (2019), Yuan et al. (2020),
Tong et al. (2020) und Wang et @021) sind einige Beispiele fir Publikationen zum Thema
Landbedeckungsklassifikationen aus Chiiaan et al. (2021) un8aidet al. (202) zeigen
Beispie¢ ausSaudiArabien wo neuronale Netzwerke unter andereznr Uberwachungson
Desertifikation undSadtplanung eingesetzt werdeWurm et al.(2019) und Wurm et al.
(2021) sehen darin eine Moglichkeit Baustrukturen zu erkennen und zu klassifizieren und
informelle Strukturen aufzudecken. Ein Beispiel einer Landbedeckungsklassifikation in Europa
liefert Pollatos et al (2020). Darin werden griechische Inseln mit Copernicus Aufnahmen

anhand der Corine Nomenklatur uiieep Learninglassifiziert.

Die Maoglichkeiten von Semantischen Segmentierungen reichen von
Landbedeckungsklassifikationen bis hin zu diversen thematischen Kargtrainierte
Modelle sind meist nicht universell einsetzbar bzw. mit Ungenauigkeiten verbunden, da
geographische  Unterschiede bertcksichtigt gehorerDer Unterschied diesr
wissenschaftlichen Arbeit zu genannten Werken lisgimit darin, eine Methode zur
Landbedeckungsklassifikation spezifisch fir DeutschlanDeap Learningnhand vorRapid

EyeDatenund dem bestehenden DLE zu erstiéen.



1.3Methodik undverwendete Software

Die gewahlte Methodik, um die Forschungsziele zu erreichen, karwier Hauptteile
gegliedert werden. Die erste Aufgabe besteht darin, Trainingsgebiete fliDelag Learning
Modell zu erstellen. Der zweite Schritt besteht darin, dasd®ll zu trainieren und
gegebenenfalls auch zu programmieren, um auf spezifische Bedurfnisse eingehen zu kdnnen.
Schritt Nummer drei ist es, das Modelh Form von Landbedeckungsklassifikationen
anzuwenden Der letzte Teil behandelt didestungbzw. Evalierung der resultierenden
Klassifikationen. Die mittel®eep Learningentstehenden Klassifikationen werden dazu
parallel mit in der Fernerkundung gebrauchlichitachine LearningAlgorithmen, hierk-
Nearest Neighbound Random Fores{Breiman 2001), vergliem. In Abbildung@ sind die

behandelten Themen nochmals dargestellt.

1. 2. 3. 4.

Trainings- Testung
gebiete | Modell | Klassifikation iip{und Vergleich|

-
V\ -
— —

fortlaufender Lemprozess

Abbildung2: Schematische Darstellung des Ablaufs der Methodik. Quelle: eigene Darstellung

Da neben dem Ergebnis auch die AnwendungGeoinformationssystemenGIS)im
Vordergrund steht, wird die oben beschriebene Methodik parallel in zwei verschiedenen
Softwarepaketerg Arcgis Praind eCognitiorg prozessiertyelche sichn der Anwendungor
allem durch ihra pixelbasierte bzw. objektlasierten Klassifikatiosarsatz unterscheiden.
SowohlArcgis Praals aucheCognitionbieten unter anderenDeep Learningrunktionen an

und sind im Bereich desemantischen Segmentieruaghr fortschrittlich Generell istDeep
Learning in vergleichbarenGISSoftwargaketen trotz einer breiten Machine Learning

Integrierung relativ urgelaufig Zudem sind bide genanntenAnbieterin der Fernerkundung
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etabliert bzw. stark nachgefragt, sodaden Anwender:innerein freier Zugang zuDeep
Learninglnstruktionensichergestelltund auch vermitteltwird. Aus diesen Grinden eignen
sichbesondergdie zwei genannten Softwarepaketér den Vergleich dieser Untersuchung
Es ist zu berucksichtigen, dassvestere kommerzielle Geoinformationssystengibt, welche
Deep Learningnplementieren, jedoch fir die weitere Untersuchung nicht n&her betrachtet
werden(vgl. Cresson 2020, S. 8).

Aragis Provon Esric hier Version 2.9; istwomdglich die weitlaufigste kommerzielle Software

zur Verarbeitung von Geoinformationen. Diese kann vor allem durch eine Vielzahl an Tools in
Bereichen der Kartographie, Bildklassifikation, Raktafektoranalyse, einer Online
Integration und intuitiven @&itierung punkten (vgl. GISGeography 2022a). Die
Veroffentlichung im Jahr 2015, sollte eine schrittweise Ablésung der veraltéteMap
Software einleiten. Durch eine Python Implementierung dwein flexibles Arbeiten
ermdglicht. Visualisierungen und Ansdy sind sowohl in 2D als auch 3D mdglich (vgl. Esri
2022a). Besonders die Fahigkeit Bildklassifikationen durchzufuhren, ist fur diese Arbeit
ausschlaggebend. Zur Auswahl stehen Uberwachtes(pervised) und uniiberwachte (=
ounsupervised Klassifikatioan, die wiederum in objektbasierte und pixelbasierte
Klassifikationen unterteilt werden. Die Form der pixelbasierten Klassifikation hat sich in der
Anwendung bewhrt, weshalb sich die fortflhrende Untersuchung Arais Pro auf
pixelbasierte Klassifikati@m beschréankt. Zwar werden ebenso objektbasierte Klassifikation
unterstitzt, es stehen aber weniger Optionen zur Verfliigung als in vergleichbaren

Softwarepaketen (vgl. GISGeography 2022b).

Die vonTrimblezur Verfigung gestellte SoftwareCognition Developerhier Version 10.2,

, kann durch langjahrige Erfahrung im Bereich der objektbasierten Klassifikation Giberzeugen.

Durch Nachahmung des menschlichen Verstavdes versucht Semantik und Datenanalyse

zu verbessern. Durch die Betrachtung des Kontextes und der Beziehungen der Objekte

zueinander kénnen Eigenschaften wie Textur, Farbe, Form und Grol3e zu einer Klassifikation

im Raum herangezogen werden (vgl. Trimble 2022).

Beide Softwarepakete haben einBeg Learning Anwendung implementiert, die zur
jeweiligen Bildklassifikation herangezogen werden kdn&eMoglichkeiten,die mit Deep

Learnng in Geoinformationssystente einhergehensind vielfaltig undwerden vonbeiden



Anbieterngepriesen $ingh2019).Die grundlegenden Ansétze sind dieselben, jedoch gibt es

Unterschiede (siehe Tabelle 1), die in der Anwendung zu beachten sind.

Tabellel: Vergleich Softwareprogramméragis Pro und eCognition. QueNerandert nacirimble (2022) nd Esri (2022b).

Arcgis Pro eCognition Developer
R&umliche Domane pixelbasiert objektbasiert
Dateninput 8bit 8bit oder 32bit
Framework PyTorch, Keras, TensorFlg TensorFlow, Keras

CNTK
Anzahl Bander max.3 mehr als 3 mdglich
Python Implementierung | Ja Nein
Unterstitztes Format .emd (=Esri model definitio| TensorFlow SavedModel
vortrainierter Modelle file) und .dlpk (=Deep

LearningModellpaketg

Die Software ist ein entscheidender Punkt. Sowohl in der Fernerkundung als auctieeger
Learningbzw. InformatikDomé&ne. Die Anwendung ist vom jeweiligen Hintergrundwissen
beider Bereiche gepragkineEinfihrung neuer Prozesse und Algorithmen erfordamit

Einblicke in beide Doménen (vgl. Cresson 2020, S. 8f).

Zur Unterstitzung der genannten Softwpekete stehen unterschiedliche Programmier
Bibliothekenwie Pytorch Kerasoder TensorFlowzur VerfigungDiese kdnnen extern oder
intern genutzt werden und eine Verbesserung des Arbeitsprozesses nach sich bringen, da in
diesen Systemroutinen enthalten sind, welche an die kompilierte Software angebunden

werden konnen (vgl. Fischer u. Hofer 2011, S. 110).

Anzumerken ist noch, dass neben der verwendeten Software, die zur Verfligung stehende
Hardware die Geschwindigkeit des Arbeitsprozesses mitbeeinflusst. Nicht ohne Grund ist die
Entstehung und Entwickluniginstlicher Intelligenstark mit dem Fortschritt in defechnik
verwoben. Grol3e Datenmengen und wie in der Fernerkundung eingesetzte Bilder, mit
mehreren tausend Pixel beanspruchen beim Bearbeiten viel Arbeitsspeicher. In dieser

Arbeit werden beispielsweise Ausschnitte des Untersuchungsgebietes betrachlehenais
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mehreren Millionen von Pixeln bestehen. Leistungsstarke Hardware kann viel Zeit ersparen
und ist deshalb neben Knowhow, Datenverfligbarkeit, Software und auch Zeitmanagement
ein zu beachtender Faktor, der die Wirtschaftlichkeit und den ErfolgUWeersuchung
beeinflussen kann. Diesbeziglich sind in Tabelle 2 die Eigenschaften der verwendeten
Hardware aufgelistet. Da es sich hierbei nicht um eine HHigth Hardware handelt, muss mit
Leistungsbeeintrachtigungen gerechnet werden. Die damit erbracBtgebnisse sind somit

auch relativzu betrachtenvgl. Cresson 2020, S. 13fdCampsValls et al. 2021, S. 68).

Tabelle2: Nennenswerte Eigenschaften der verwendeten Hardware. Quelle: eigene Darstellung.

Prozessor AMD Ryzen 5 5@&MProzessor (bis zu 4,2
GHz)

Arbeitsspeicher 16 GB

Graphics Processing Un@Ry NVIDIA Geforce RTX 3066 GB

2 Grundlagen

Die Semantische Segmentieryndie Zuweisung eimeKlasse zu einem Pixdbat ihren
Ursprung in dekKiinstlichen Intelligenznd im maschinellen Lernen bzw. in der Informatik,
einer Wissenschaft, die sich vorwiegend mit der systematischen Verarbeitung und
Speicherung von Informationen beschéaftighufgrund dessen, dasdMethoden der
Fernerkundun@nMethodendes maschinellen Lerneasgeknipftsind, istes sinnvollzuerst
Kinstliche Intelligenaudefinierenund nachfolgend die Schnittstellen mit der Fernerkundung
aufzuzeiger{vgl. Fischer u. Hofer 2011, S. 43@ 0T ensorFlow 2022). Die Einsatzgebiete sind
sehr vielfaltig und umspannen nicht nur Fachgebiete der Geographie und Fernerkundung,
sondern werden beispielsweise auch in der Zellforschung aegédet, um gesunde von
beschadigten Zellen zu unterscheiden. Ofteniat es so, dass urspriingliche Fachbegriffe aus
der Informatik genutzt und abgeandert werden. Umso wichtiger isteisen Uberblick zu
geben, was Klassifikationen in der Geographie bewirken und inwiefern eine Unterscheidung
zwischen Kategorien démageSegmentatiorwie Object Detection, Semantic Segmentation,
Image Classificationnd Instance Segmentatiofsiehe Abbildun@) nétig ist Die Anwendung

von Deep Learningu Landbedeckungsklassifikatean hebt das interdisziplindre Arbeiten

zwischennformatik und Geographikervor(vgl. Esri 2022c).
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Abbildung3: Klassifikation, Objekterkennung und Segmentierungen am Beispiel eineERaj@dene. Quelleerandert nach
Maxwell et al. 2021, S. 7.

Abbildung 3zeigt somit mdglichen Outputder mit Methoden derKiinstlichen Intelligenz
moglich ist.Der Output ist in jedem Fall von der Fragestellung abharjg Formen des
Outputs kdonnen dabenach der simplen Etikettierung einer Szene mit einer Klasse
Classifiation T , der Objekterkennungund dem Hervorheben einzelner Objektklassait
Polygonent Object Detectiort , dem farblichen Hervorheben der einzelnen Pixel einer
Objekterkennung Instance Segmentation und der Klassifikation jedes einzelnen Pixels
Sematic Segmentationt variieren. Neben der Form des Outputs ist in der Informatik auch

der Input entscheidendBei der uniuberwachten bzw. tUberwachten Klassifikation (siehe
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Abbildung4) wird indirekt nachGrad der Automatisierundes Lernprozessasterschieden
welcher wiederumvon den Kenntnissen zum Untersuchungsgebiet abhangit einer
Uberwachten Klassifikation ist gemeint, dass der Klassifikation zugrundeliegenden
Algorithmen durch bekannte Trainingsgebiete ein Rahmen zurriédtierung der
Klassenbildung gegeben wird. Mit der Wahl der Trainingsgebiete fur jede einzelne Klasse
besteht menschlicher Einfluss. Ein gewisses Grundwissen uUber das Untersuchungsgebiet ist
notwendig. Die gesetzten Klassen sind von Anfang an bekanntsumadmit denen der
Endklassifikation identisch. Bei einer uniberwachten Klassifikation wiederum, wird anhand
iterativer Verfahren festgestellt wie viele Klassen aus den Daten extrahiert werden kdnnen. Es
ist auch moglich die Anzahl der gebildeten Clustdbst zu bestimmennd anschlieRendu
interpretieren. Allgemein ist kein besonderes Vorwissen zum Trainingsgebiet nétig. Oftmals
handelt es sich bei uniberwachten Klassifikation um Vorlaufer der eigentlichen Klassifikation.
Menschlicher Einfluss ist samauch hier ein potenzieller Faktor. Fur die Aggregierung der
Klassen bzwiiir die Clusterbildung gibt es mehrere methodische Ansatze. Durch statistische
KenngroRen und Distanzen zwischen den gebildeten Klassen kdnnen Zugehdrigkeiten und
Wabhrscheinlichkeégn berechnet werden.Als Abschluss zu dieser Themat#sst sich
festhalten, dassgangige Klassifikationen, ob alfeep Learningpder Machine Learning

beruhend,einen tberwachten Lernprozess durchlaufggl. Albertz 2007, S. 19%2).
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Machine Learning

Unsupervised Learning Supervised Learning
unknown Input known Input
unlabeled Data labeled Data
unknown Output known Output

Clustering Classification Regression

Abbildungd: Unterteilung des maschinellen Lernprozesses in Uberwachtes und uniiberwachtes Lernene@uelkrt nach
LeCuret al.2015, S. 43@39 und Aery u. Ram 2017, S. 91.

2.1Kiinstliche Intelligenz

In diesem Kapitel salinter anderem beschrieben werden wiginstliche IntelligeniK]) ist. Kl

ist ein Begriff, der im Jahr 1956 gepragt wurde. GedankeKimstlichen Intelligengab es
jedoch bereits viel friher und das aus mehreren Blickwinkeln. So war die griechische
Philosophie bereits der erstenpuls der sich mit Wissen und deren Ursprung beschétftigte.
Als einer der Urvater der griechischen Philosophie zahlt Platon (g8kv.€8r.). Mathematik
wurde angewendet, um die Fragen, welche aus dem philosophischen Denken hervorgingen,
zu beantworten. Zahlen, Berechnungen, Wahrscheinlichkeiten, Algorithmik und Logik geben
Aufschlisse daruber, wie Informationen verarbeitet und Ergghingen getroffen werden

sollen(vgl. Russel u. Norvig 2003, )5

Was Intelligenz ist, lasst sich auch nur auf einer philosophischen Ebene, welches am besten
durch ein Zitat eingeder renommiertesten Forschean diesem Gebiet, R. J. Sternberg (geb.

1949), festgehalten werden kann.

aLydSttAaSyO0S Aa (GKS O23yAGAQDBS oAfAGe 2F |y
G2 NBYSYOSNI AYLRNIFYG AYyF2NXYIGA2YE YR G2 O2

zitiert nach Campesato 2020,2%.
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Im 19 Jahrhundert richteten Neurologie und Psychologie ihren Fokus auf die Funktionsweise
des Gehirns und damit auch auf den Zusammenhang zwischen Reizen und der
darauffolgenden Handlunggrich dem Verhalten von Mensch und Tier. 1956rde der
Grundsein fur die moderne Klgelegt Dieser wurde durch den Fortschritt in den
Computerwissenschaften und John McCarthy (geb. 1927) geschaffen, dem es gelungen ist ein
Programm zu schreiben, welches durch rationales Denken Probleme Il6sen und
Entscheidungen féllen konntevasbis datoexklusiv dem Menschen zugeschen wurde.
Intelligenz wird als Fahigkeit des Menschen definiert, rational zu denken uhdnzdeln.KI
wiederum befasst sich mit kiinstlichgintelligenten Agenten, die mithilfe voimput ¢ in der
Fernerkundung hauptsachlich Bilddatans der Umwelt; Entscheidungen treffen kénnen

(vgl. Russel u. Norvig 2003, &.7).

Algorithmen und Lernprozesse sind auch fir Kl ausschlaggebend, um Entscheidungen zu
treffen und Problemstellungen ddsen. Was griechische Philosophen durch mathematische

Prozesse und Algorithmik beantworten wollten, ist dem Lernprozess der Kl sehr ahnlich.

a! t A2NAGKYSY aAyR LINNI AaS I FyRfdzy3alygSAadzy3
Kontexte auftauchen, mit A f S | € £t ASYSAYSNI { OKSYIF GF 1 dz t1 &

Wie sich die Lernprozesse in der Ufiterscheiden,lasst sich am deutlichsten an der
Unterscheidung zwischeMachine LearningML) und Deep LearningDLl) zeigen (siehe
Abbildung5). ML und DL als Subkategorien der Kl beschreiben dabei die Kapazitaten der
intelligenten Agenten problemspezifische Aufgaben durch autonomes Denken und Lernen zu
l6sen. [@r Lemprozessbesteht darin Trainingsdaten aufzunehmen, analysieren und
schlieBlich anzuwenden. BieProzesse gehen nahezu autonom vonstatten, worin auch der

grol3te Vorteil liegt. (vgl. Janiesch et al. 208. 685ff).
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Learning

Abbildung 5: Kunstliche Intelligenz und deren Formen. Machiearning und Deep Learning sind Fornk&@imstlicher
Intelligenz (engl. Artificial Intelligenceyobei DL eine Form von ML ist. Queigéndert nach Goodfellow et al. 2016, S. 9

Charakteristisch fur ML sind die bereits erwahnfdgorithmen. Zu diesen zahlemB.lineare
Regressiondas K-NearestNeighbor, Maximum Likelihood, Minimum Distance, Support
Vector Machine¥erfahren Entscheidungsbaumezw. Random Foresterfahren. Abbildung

6 zeigt eine Auswahl der genannten Methadeereinfacht dar. Bei diesen Verfahren handelt
es sich mit Ausnahme dénearen Regressiomm Klassifikationsverfahren. Der Input fur die
Berechnungen erfolgt aus einer FeattEgtraktion, welche extern durch die Wahl der
Trainingsgebiete erfolgt. Spektrund Texturwerte, Formen und zahlreiche andere Merkmale
dienen als Mittel Objekte durch unterschiedlicle statistische Kenngréf3en,
Wahrscheinlichkeits oder Distanberechnungen einer Klasse zuzuordnddesondersk-
Nearest Neighberund RandonForestVerfahren sind etablierte Mittel der Klassifikation, was
die Entscheidung begriindet, diese fur den Vergleich heranzuzigigenAlbertz 2007 S. 159f
und Campesato 2020, S. 18f).

Folglich eine kurze Erklarung zu den Funktionsweisen dieser zwahk&rfRandom Forest
T die programmspezifische Bezeichnungefdognitionist Random Trees beschreibt eine
Kombination aus Entscheidungsbaumemlchemithilfe von Regeln Objektklassen abgrenzen

bzw. bestimmen kénnerDas Wachstum der Baume und deiEntscheidungsastergibt sich
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durch zufallig generierte Vektorewelche untereinander unabhéngig sind, jedanhedem
Entscheidungsbaum dé&andom Foresigleich verteilt sind. DiKlassedie am haufigsten aus
diesen Entscheidungsb&umen resultjewvird fir die Klassenzuweisungerangezoger(vgl.
Breiman 2001, S. 5Per K-Nearest Neighborlgorithmus betrachtet eine k4Anzahlan
bekanntenNachbarn eines PixelPie Entscheidung zu welcher Klasse ein Eaalgehdrt,
kann entweder auf Baster Mehrheitsentscheidung odeder Distanzgetroffen werden (vgl.

Cunningham uDelany 2007, S. 1f).

Konventionelle Machine Learning Klassifikationsverfahren

& | e
E | 8
A1 >

A

Maximum Likelihood Minimum Distance

D (basierend auf Wahrscheinlichkeiten) (basierend auf Distanzen) D o_ .

0o ?

’ / \
der Objektklassen auf Basis ® o
der Trainingsdaten A

1
— Entscheidungsbdaume —

® Vegetation
@ Wasser
® Boden

\..Messwerte des Spektralkanals
bzw. spezifische Wellenldngen

Abbildung6: Darstellungvon konventionellen Machine LearnitgassifikationsverfahrenQuelle:verandert nachAlbertz
2007, S. 159ff

Die Charakteristik von ML besteht in der Anwendung von Algorithmik, um Strukturen und
Objekte zu erkennen. Die Rechenwege sind bekannt, sodass der Werdegang des Inputs zum
Output nachvollziehbar ist. Aus diesem Grund spricht marvieProzesserbasierendauf

Algorithmik und ohne Vorhandensein neuronaler Netzwegdiehe Abbildung 6jon Shallow
LearningSLY N2 T SaaSy o 51 06SA KIyRStid Sa aAi0OK dzy RI &
Prozessgwelchesich zur Losung einfacherer Aufgabenstellungen eigbese Begrifflichkeit

eignet sich besser zur Differenzierung, da DL eine Subkategorie von Mttiigtal Neural

Networks(ANN sind als eine Weiterentwicklung von ML anzusehen, welchen es mdoglich ist,
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auch komplexere Aufgabenstellungen zu l6sen, inda@ologische neuronale Netzwerke
imitiert werden. Dadurch lassen sich auch komplexere, nicht lineare Aufgabenstellungen l6sen

(vgl. Janiesch et al. 2021, S. 685ff

Grundsatzlich spricht man erst von DL, wetfidden Layeg das Vorhandensein neuronaler
Knaen ¢, zusatzlich zu Inputund Output Layer verwendet werden. Sprich wenn ein
mehrschichtiges, tiefes Lernen erfolgen kann. Die genaue Grenze zwischen den
Bezeichnungen SL und DL ist jedoch nicht standardidrerAbbildung?7 ist ein solches
neuronales Mtzwerk mitzwei Hidden Layewereinfacht dargestellt. In dieser Arbeit wird
angenommen, daddLab der Verwendung von zwididden Layereprasentiert wrd. In diesen
befinden sich die Kernelemente des neuronalen Netzwerkes, die Neurbndan Neuronen
sind Gewichtungswerte und systematische Fehlerwerte vordefiniert, welche als Parameter
einer Aktivierungsfunktion dienen. Bei dieser Aktivierungsfunktiomdedt essichum nicht
lineare Funktionen (z.BRdu, Sigmoid Tanhetc). Generelllassen sich mit nicHtnearen
Funktionen komplexere Aufgabestellungisenals mit linearen Funktionen, welche durch
ihre Linearitat beschrankt werdeNichtsdestotrotz wird die Funktionsweise des Neurons und
der Aktivierungsfunktionin Abbildung 7anhand einer der linearen Regression ahnlichen
Funktion beschrieben. Uberschreitet das Ergebnis der verwendeten Aktivierungsfunktion
einen definierten Schwellenwert, erfolgt ein Output bzw. Input an die Neuronen im nachsten
Layer(vgl. Kavlakoglu 2020 und Jesch et al. 2021, S. 685feben der Aktivierungsfunktion

ist auch die Anzahl aHidden Layeein entscheidender Faktode mehr Featuresus dem
Input fir das Training des Modektrahiert werden kbnnenumso sinnhafter ist es, die Zahl
der Hidden Layeru erhéhenlm erstenLayer werden vor allem Kanten, deren Orientierung
und Lage ermittelt. Die folgenden Layer ermitteln des Weiteda vorkommende
Anordnungender Kanten und versuchen diese schrittee zu gruppieren undieren
Zusammenhange zu erkennesomit wird der Output des Modellsitpedem zusatzlichen
Hidden Layeabstrakter und schvwerigernachzuvollziehenjedoch eignet sicldas Modellzur

Ldsung komplexerer Aufgabenstellungegl. LeCun@L5, S. 436).
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Deep Leamning mit neuronalen Netzwerken NEURO N
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Abbildung 7: Darstellung der Deep Learning Funktionsweise. Quedigindert nachDastres u. Soori 2021, S. 14fdu
Kavlakoglu 2020

Ebenso gibt es in d®eep Learnindnwendung mehrere Architekturen. Diese beschreiben in

welcher Art und Weise das Modell aufgebaut stif welchen Input es reagieund wie es
funktioniert. Diese wurden entwickelt, um fir spezifische Datensatze den besten Erfolg zu
garantieren, da jenach Aufgabenstellung, auch das Training des Modells optimiert werden

muss Zu solchen Architekturen zahlen beispielsweiddet, ResidualnetzwerkéResne}, Fast
Regionbased Convolutional NetworkEast RCNN)oder) | 2 dz hy f & (YDA e hy OS 4
basieren auf dem traditionellen Gedanken mehrschichtiger neuronaler Netzwerke (vgl. LeCun

et al. 2015).

Zusammenfassend zur Kl I&sst sich festhalten, dass sowais@uchVL-Algorithmen durch
autonomes Denken und Entscheiden Landbedeckungsklassifikatidurchfiihren konnen.
Wahrend S-Algorithmen auf menschliche Anweisungen angewiesen gjinilerkmals
Extrahierung;, um maoglichst prézise zu arbeiten, gelingt es jenen basierend auf neuronalen
Netzwerken, den Input selbst zu gewichten und zu analysi@adurch kénnen in der Big
DataAnalyse Fortschritte erzielt werden. Jedoch gibt es auch nennenswerte uvidr

Nachteile zwischen ML und DL, welche in Tal3defgelistet sind.
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Tabelle3: Gegenlberstellung von Machine Learning und Deep Learning. Qaédledert nactMicrosoft 2022.

Machine Learning Deep Learning

Bendtigt wenig Daten Bendtigt viele Daten

Relative Unabhangigkeit von higind | Abhangigkeit von higknd Hardware unc

Hardware und Rechenleistung Rechenleistung

Genaue Merkmal&xtrahierung  durcl Autonomes extrahieren und Lernen d

Anwender:innen notig Merkmale

Geringer Zeitaufwand Hoher Zeitaufwand

Nur numerischer Output Output vielfaltiger
Beschrankte Lrakapazitaten Hohere Lernkapazitaten

2.2Klassifikationen in der Fernerkundung

Die Klassifikation in der Fernerkundung ist eine von vielen Methoden der Auswertung, um
Informationen aus Luftund Satellitenbildern abzuleiten. Diese kdnnen zur Bestimmung
geometrischer Grof3en oder sogar zur Untersuchung vielféaltiger wirtschaftlicher und
gesellschaftlicher Beziehungen zur Erdoberflache herangezogen werden. Die drei
Hauptschritte der Auswertung von Geoinformationen sind visuelle Interpretation,
photogrammetrische Auswertung und digitale Bildauswertung, wobei visuelle Interpretation
und Wahinehmung hervorzuheben sind, da sie das menschliche Pendant zur Verwertiung
Klbilden.Alleinbeim Erkennen von Strukturen und Objekten, als auch bei der Interpretation,
kann es zu subjektiven Einflissen kommen, welche die Ergebnisse der Forschung
mitbeeinflussen. Diese Subjektivitat ist den unterschiedlichen Erfahrungen und regionalen
Kenntnissen zuzuschreiben, wie Personen die Umwelt auf lufdl Satellitenbildern
erkennen. Visuelle Reize werden unter gegebenen Umsténden jedoch gleich aufgenommen.
Von der Reizaufnahme ausgehendurchlauft das menschliche Gehirn in wenigen
Millisekunden mehrere Phasenbis schlie3lich die wahrgenommenen Informationen
verarbeitet werden. Unterschiedliche Farben, Kontraste, Helligkeiten und vor allem Texturen,
komplexe Mwter und Strukturen kdnnen vom menschlichen Gehirn herangezogen werden,
um flachenhafte bzw. raumliche Gliederungen durchzufihren. Das menschliche Gehirn ist
somit auch in der Lage aul3erst diverse Flachen im Detail zu erkennen und zu unterscheiden.

Nichtsdestotrotz missen Entscheidungen getroffen werden, die dem menschlichen Gehirn
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schwerfallen. Sei es durch minimale Erscheinungsunterschiede, welche fur das menschliche
Auge schwer bzw. nicht zu erfassen sind, oder durch Unsicherheiten und Unstimmigkeiten in
der Definition und Kategorisierung der Objektintelligente Agenten konnen solche
Entscheidungen abnehmen und objektiv treffen (vgl. Albertz 2007, S14P1

Eine Bildinterpretation kann auf kein bestimmtes Regelwerk festgelegt werden. Es ist jedoch
ratsam systematisch vorzugehen. Grundsatzlich geht man vom Grof3en ins Kleine bzw. von
einer Vor in eine Detailinterpretation. Dabei kdnnen mehrere Interpretationsstufen eines
Interpretationsschlissel durchlaufen werden, was wiederum vom Anwendungsziel gighan

ist (vgl. ebd., S. 13941).

Das Auswertverfahren durch den Menschen und seine kognitiven Leistungen ist jedoch je nach
erstrebenswertem Resultat muihselig und zeitraubend. Deswegen werden digitale
Bildauswertungen, auchmaschinelles Sehenzur Hilfe heangezogen, um Bildinhalte
maoglichst automatisiert und objektiv in unterschiedlichsten Computerverfahren zu
identifizieren. Wie dies funktioniert wurde bereits im vorangegangenen Kapitel im Detalil
erklart. Die Starken defiinstlichen Intelligenkegen dain, dass Grauwerte prazise analysiert
werden kénnen. Hier kommen der Klassifikation vor allem die Reflexionseigenschaften bzw.
die spezifischen Spektralsignaturen der Objekte und deren Oberflazigerie, welche in der
Fernerkundung fur jedes einzelne Rixdurch multispektrale Sensoren ermittelt werden
kénnen. Abbildung 8 zeigbeispielsweisedie spezifischen Spektralsignatureon Boden,
Vegetation und WasseWellenlange, Reflexionsgrad und Objektoberflachen stehen in
direktem Zusammenhang zueinander. eDi Messwerte konnen dreidimensional
wiedergegeben werden. Jede Objektklasse zafgieiUnterschiede in den Spektralbereichen.
Diese kdnnen unterschiedlich stark ausgepragt sein. Nichtsdestotrotz ist es moglich anhand
der spektralen Merkmale Zuweisungen zu generieren, welche bildhaft in Form thematischer

Karten wiedergebemwerden(vgl. ela., S. 154ff).
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Abbildung8: Spezifische Spektralsignaturen der Klassen Wasser, Vegetation und Boden. Quelle: Albertz 2007, S. 156.

Des Weiteren wird in der Fernerkundung zwischen tberwachtehuniberwachten (siehe
Abbildung 4), pixelbasierten und objektbasierten Klassifikationen unterschiedenseDie
Klassifikatiorn erfolgendurch charakteristische Merkmale, die ein Bildelement aufweist. Die
Klassen¢ in diesem Fall denen des MMDE gleichgesetzt¢ weisen unterschiedliche
Refleionseigenschaften auf, die im besten Fall klar abgegrenzt werden kénnen (vgl. Albertz
2007, S. 15862).

Weiters stehen fir die Klassifikation von Satellitendaten zwei verschiedene Anséatze zur
Verfugung. Die pixelbasierte Klassifikation entstand in D&rDer Jahren als Antwort auf die
zahlreichen im Umlauf befundenen Satellitensysteme und dem damit einhergehenden
Ubermafigen Datengewinn. Nach weiterem Fortschritt in der Fernerkundung wurden neue
Systeme entwickelt, die mit h6heren Auflésungen konframtreurden (vgl. Blaschke 2010, S.

2).

Bei einer pixelbasierten Klassifikation, au@mantische Segmentierungder Image
Segmentatiorfsiehe Abbildun@), werden diePixel alkleinste Bildelemente isoliert verglichen

und gekennzeichnet. Diese Betrachtugeeift auf die unterschiedlichen Grauwerte und
Spektralwerte jedes einzelnen Pixels zurlick. Eine pixelbasierte Klassifikation ist im Informatik

Kontext alsSegmentierunginzustufen (vglSalehet al. 2012, S. 2263).
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Im Gegensatz dazu werden bei den verwendeten objektbasierten Klassifikationen die
Nachbarschaften der Pixel berlcksichtigt und Objektgruppen bzw. Segmente gebildet. Die
Segmentierungkann auf Basis unterschiedlichétomogenitatskriterien¢ raumliche und
spektrale Eigenschaften stattfinden und verlauft nach dem Prinzip, dass benachbarte Pixel
mit hoher Wahrscheinlichkeit der gleichen Klasse angehtren. Ein Algorithmus untersucht
dabei, welche dieser Nachbarn zusammengehéren (vgl. Koch et al. 2003, 8§dTiner et

al. 2021, S. 52f). Wahrend ein8egmentierungim geographischen Kontext die
Objektgruppierung mehrerer Pixel bezeichnet, handelt es sich im informatischen Kontext um
die Zuweisung aller Pixel zu einem Merkmal und beschreibt somit die Klassifikation im
geografischen Kontext. Der Begriff der Bildkfdssgion wird in der Informatik verwendetim

das Bild als Gesamtes zu bestimmen. Klassifikationen in der Fernerkundung sind somit stets

Image Segmentationsgl. Wu et al. 2019, S. 584).

Beide Klassifikationsverfahren weisen Yand Nachteile auf, welchdier kurz erlautert
werden, da beide auch fur den weiteren Untersuchungsprozess relevant sind. Unterschiedliche
Klassifikationsverfahren erzielen unterschiedliche Ergebnisse undetdst berticksichtigt.
Besonders die objektbasierte Bildanalyse zeichsgth durch eine der menschlichen
Wahrnehmung &hnlichen homogenen Objektgruppierung aus. Aufgrund der hohen
Auflésungen, die aktuelle Satellitensysteme erreichen kdnnen, ist auch unter denselben
Klassen ein hoher Grad an Heterogenitat moglich. Eine Objgkigrung ermoglicht es durch

eine Homogenisierung, sich nicht im Detail zu verlieren und bringt andererseits auch einen
héheren Grad der Generalisierung mit sich, was im héheren Ausmaf mit Informationsverlust
gleichzusetzen ist. Die pixelbasierte Kldsaiion wiederum ist von Vorteil, um erwahnte
Generalisierungen zu minimieren. Aufgrund dessen, dass dieses Verfahren auf Basis der
einzelnen Pixel funktioniert, ist das Erscheinungsbild der Klassifikation viel heterogener, was

sich auch in der kornigen Tex zeigt (vgl. Koch et al. 2003, S. 195).

Es zeigt sich, dass die Klassifikation in der Fernerkundung eng mit der Anwesahuid)
verwoben ist. Wie das in die Praxis umgesetzt wird, wird in den folgenden Kapiteln
thematisiert. Die Datengrundlage ist jecto noch ein ausschlaggebendes Element, ottene
eine Kl nicht lernfahig ist undomit auchkeine Klassifikation durgefihrt werdenkann.

Darum beschaftigt sich das nachstaterkapitel mit den verwendeten Daten.
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2.3RapidEye Satellitenaufnahmen

Wie bereits im Forschungsstand erlautert, sind Satellitenaufnahmen unerlasslich, um globalen
Wandel und Veranderungen der Erdoberflache in kurzerZigitokumentierenDie Rohdaten
mussen jedoch verarbeitet werden, um beispielsweise als thematische Karte
Aussagekraft zarhalten Deshalb liegt das Hauptaugenmerk dieSeserkapitels darauf, die
verwendeten Daten genauer zu beschreiben. Dadurch soll verstandlich gemacht werden, was
in der Fernerkundung und besonders im Klassifikationsverfahren duraigrgge
Satellitenaufnahmen moglich ist. Die Form, in der die Ausgangsdaten vorliegen, beeinfluss
die Art und den Aufwand der Vorprozessierung und somit auch die Ergebnisse. Zudem ist es
fur den Deep Learningdlgorithmus grundlegendTrainingsgebiete zuegerieren, anhand

derer das Modell lerntdie Landbedeckung zu klassifizieren. Dabei wird auf bestehende
Landbedeckungsmodelle deBKG zurlickgegriffen. Ein grundlegendes Verstandnis der
Referenzdatei ist nicht nur wichtig, um das Ergebnis zu interpretiesendern unterstitzt

zudem den Prozess der Klassifikation.

Die in dieser Arbeit verwendeten Satellitenaufnahmen entstammen deapid Eye
Erdbeobachtungssatellitensystem. Dieses wurde am 29. August 2008 in Baikonur, Kasachstan,
fur eine nominelle Betriebgit von sieben Jahren gestartet. Die Inbetriebnahme sollte die
Datenverflgbarkeit anhochauflosende Fernerkundungsdaten fur kommerzielle Zwecke
verbessern. Thematische Karten fur unterschiedliche Anwendungen basagifesolchen
Satellitenbildern Die Viedeitigkeit spiegelt sich auch darin wider, dass Rapid Eyérojekt

sowohl vonstaatlichenals auch privaten Akteuren finanziert wurde. Auch wenn das System
am 28 Marz 2020 deaktiviert wurde, wird weiterhin ein Zugang zu Archivdaten zur Verfiigung
gestelt. Rapid EyeProdukte werden in verschiedenen Leveln angeboten, welche
unterschiedliche Verarbeitungsstufen¢ Bildkorrekturen und Orthorektifizierungerg

entsprechen (vgl. DLR 2088d ESA 2022).

Abbildung 9 soll dasRapid Ey&ystem und deren Funktionsweise darstelleDas
Satellitensystem besteht aus funf Satelliten, welche komplett identisch sind. Die
Satellitenmassen betragen jeweils 150kg. Die Grol3e eines Satelliten entspricht einem 1
Kubikmeter Wirfel. Die Orbitalebenened funf Satelliten sind ebenso identisch und

aufeinander abgestimmt. Diese sind sonnensynchron und haben eine Orbitalhéhe von 630
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km. Die Inklination des Orbits, sprich die Neigung der Orbitalebene zum Aquator der Erde,

betragt 97,9° (vgIEESA 2022

Satellit

Orbitalbahn

Aufnahmestreifen

Aquator

Abbildung9: RapidEye Satellitensystem. QueNeréandert nactDLR, 2022.

Mit RapidEyeSatelliten konnen Streifen mit einer Breite von 77 km aufgenommen werden.
Die Szenenlange eines Satelliten kann bis.200Lkmbetragen, wobei die Begrenzung auf

den integrierten Datenspeicher zurtckzufihren ist. Aufgrund dessen, dass der
Massenspeicher begrenzt ist, erfolgt falls notig ein Austausch mit einer Bilddaten
Empfangsstation in Svalbard, Norwegen. Pro Tag kdnnen sm.5QJadratkilometer der
Erdoberflache erfasst werden. Die in dieser Arbeit verwendeten Szenen liegen als Kacheln mit
einer Kantenlange von 25 km vor. Gemeinsam mit der hohen zeitlichen Wiederholungsrate,
lassen sich grol3e Teile und Veranderungen der Erflabbe festhalten, was in der modernen
Fernerkundung einen besonderen Stellenwert hat (vgl. Planet Labs 2016, S. 6f). In Abbildung
10 ist die Abdeckung eines Ausschnittes der Bundesrepublik Deutschland durch das
Satellitensystem im Jahr 2015 dargesteilelche fur die Untersuchung herangezogen wird.

Es handelt sich dabei um Bayern, das flachengrof3te Bundesland Deutschlands.
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Datengrundlage: RapidEye 2015

Abbildungl0: RapidEye Aufnahmen aus dem Jahr 2015. Dargestellt wird das Bundesland Bayern e@eekeDarstellung;
Datengrundlage: Rapilye LeveBA.

NadirAufnahmeng Aufnahmen eines Gelandepunktes lotrecht zum Aufnahmesysteon

ein und demselben Gebiet sind afiénfeinhalb Tage méglich, wobei GHadirAufnahmen

taglich moglich sind. DiRapidEyeSatellitenkonstellation tiberquert den Aquator taglich um
ungefahr 11 Uhr vormittags der Lokalzeit. Das bedeutet keineswegs, dass das Satellitensystem
statisch ist. Es kann auf Iehige Punkte der Erdoberflache ausgerichtet werden. So kann
beispielsweise auch auf Kundenwiinsche eingegangen wevdes zur Folge hatlass einige
Gebiete frequentierter aufgenommen werden als andere. Die Datenverfugbarkeit
unterschiedlicher Gebiete kandurchaus variieren. An diesem Punkt lasst scldem
festhalten, dasslie verwendeten Bilddaten aufgrund denterschiedlichen Aufnahmezeiten
unterschiedliche Lichtverhéltnisse aufweisen konmeas unter anderem auch in Abbildung

10 ersichtlich isfvgl. DLR 2022).
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Die RapidEyeSatelliten sind mit optischen Kameras des Modd#isaOptronik Spaceborne
Scannetb6 ausgestattet, dessen Sensoren Aufnahmen im multispektralen Bereich
ermdglichen. Die spektrale Auflosung setzt sich aus funf Bandern zusammen, welche die in
Tabelled4 angefuhrten Wellenbereiche abdecken (vgl. Planet Labs 2016, S. 6).

Tabelled: Bander und Spektralbereiche RaBigeSensor. Quellereréndert naclPlanet Labs 2016, S. 6.

Bandbezeichnung Spektrdbereich(nm)
Blau 440¢ 510
Grin 520¢ 590
Rot 630¢ 685
Red Edge 690¢ 730
Nahinfrarot (NIR) 760¢ 850

Neben dem spektralen Aufnahmebereich des Sensors gibt es weitere Kennwerte, die fir
Klassifikationen mit Satellitenbildern berlcksichtigt werden muissen. Die geometrische
Aufldsung betragt 6,5 m, wobei diese durch eine Orthorektifizierung aug&sampelt wird.

Durch diese hohe raumliche Auflésung ist es moglich detailreiche thematische Karten zu
erstellen. Den Kamerasensoren ist es moglich 4.096 Graustufen (12bit) aufzunehmen,
wodurch die Daten meist im 16bit Format vorliegen. Dadurch ist es mdatiédHeterogenitat

der Szenen ausreichend wiederzugeben. Wie bereits in Kapitel 2.1 beschrieben, sind spektrale

Merkmale fur digitale Auswertungen unerlasslich (vgl. ebd.).

2.4 Digitales Landbedeckungsmodell Deutschland

Das MM-DE gibt die topographische Realitat Deutschlands generalisiert in Vektorformat
wieder, wobei die Aspekte der Landbedeckung und Landnutzung aufgegriffen werden. Eine
hohe raumliche als auch zeitliche Aidling der Geoinformationen, hier Landnutzung und
Landbedeckung, sollen das Lavidnitoring allgemein verbesseyn weshalb eine
Weiterentwicklung der Klassifikationsprozesse stets im Vordergrund steht. Durch bestehende
Erfahrungen, die mit vergangenen Klékationen einhergehen, kann bereits der Aufwand
reduziert und Zeit gespart werden (vgl. Arnold 2012, S. 56f und Bundesamt fur Kartographie

und Geodasie 2018, S. 5).
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Das bestehende Landbedeckungsmodell basiert auf Vektordaten der Landesvermessung, auch
ATKIS genannt, welche fortlaufend aktualisiert werden. Dieser Geodatensatz beinhaltet
Geoinformationen zu unterschiedlichsten Sektoren wie Umwelt, Land Forstwirtschatft,
Gewasserschutz und sonstigen raumplanerischen Tatigkeiten. Die Starken des
Landbedekungsmodells liegen somit in der Organisation und in der Ubersichtlichkeit
verschiedenster Themen und Aufgabenstellungen. Das bereits vorgesidifed Eye
Satellitensystem und dessen Aufnahmen werden aktuell zur Uberpriifung und Korrektur des
Ausgangsda&nsatzes verwendeufgrund desyorhandene Wissers zur Landbedeckungst

es plausibeldaraufneue Methoderaufzubauerund RapidEyeDaten bzw. generell Bilddaten
mehr in autonome Herangehensweisen zu berucksichtigen. Eine Klassifikation kann mithilfe
von neuronalen Netzwerken und bestehenden Trainingsgebietan einem Wissenstransfer

auf menschliche Interaktionen verzichten. Als ifiirlgsgebiete und Referenz dienen die
flachenhaften Objektarten, die flir ganz Deutschland vorhanden sind. Dabei handelt es sich
deutschlandweitum einige Millionen Polygonflachen, welclwe 7 Hauptklassen und 31
Subklassen der Landbedeckung eingeteilt shid Bayeriisiehe Abbildung 1¥8ntspricht das

1,38 Mb. aufgenommene Polygon@, welche auf 7 HauptklasséhBM2)und 26 Subklassen
(LBM1)siehe Tabelle Hufgeteilt sind In dieser Arbeit wrden diese des Weiteren als LBM1

und LBM2bezeichnet Es ist offensichtlich, dass Klassen fehlen, da ein Bundesland im
Landesinneren beispielsweise keinen Meerzugang hat und somit auch nicht alle Klassen
innehaben kann. Geographische Gegebenheiten variieren auch innerhalb der Landesgrenzen.
Bei der Wahl defTrainingsdaten ist zu bericksichtigen, dass alle vorkommenden Klassen
inkludiert sind. Beim Zielgebiet selbst kann nur unter gegebenen Bedingungen ausgegangen
werden, dass alle Klassen enthalten sind. In der Praxis funktioniert das Modell auch, wenn

nichtalle trainierten Klassen im Zielgebiet vorkommen (vgl. Hovenbitzer et al. 2015, S. 146f).
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Abbildungl11: Bayern Referenzdatei der Landbedeckung unterteilt in den 7 vorkommenden Hauptklassen. Das verwendete
Farbschema ist angdiat an Tabelle 5. Quelle: eigene Darstellung; Datengrundlage: Landbedeckungsmodell 2015.
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Tabelle5: Klassifikationsschema des Landbedeckungsmodells Deutschland 2015. Das verwendete Farbschema findet sich in
den Kartierungen wiedeQuelleverandert nactBundesamt fur Kartographie und Geod&i22.

Bestehende Kategorien des Digitalen Landbedeckungsmodells Deutschland

Klasse Landbedeckung (LB)
Bebauung B110
Anlagen B121
Versiegelte gebaudelose Flachen B122
Mischflachen (regelméafige Struktur) | B242
Ackerland B211
Weinbau B221
Obst und Beerenobgiau B222
2 Hopfen B224
homogenes Grinland B231
inhomogenes Grunland B321
Grasland mit Baumen B233

Zwergstrauche(Heide) B322
Bische, Straucher B324
Aufforstung B310
Laubbdume B311
Nadelbaume B312
Nade} und Laubb&ume B313
Sand, Steine, Erde B330
Fels B332
Brandflache B334
Schnee (permanent) und Eis B335
Sumpf B411
Moor B412
Sumpf mit Bischen/Baumen <50% B413
Moor mit Buschen/Baumen <50% B414
Watt B423
Wasserlauf B511
Wasserflache B512
Lagune B521
Mindungstrichter B522
Offenes Meer B523
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Klasse 1:Bebaute und versiegelte Flachen gehdren zu den anthropogen am meisten
strapazierten Landbedeckungsformen. Ob Wolmder Verkehrsstrukturen, Asphalt und
Beton sind die wichtigsten Merknsitdger Von Mischflachen ist die Rede, wenn sich
mindestens drei Begtkungsklassen, bedingt durch die rdumliche Auflésung der
DatengrundlageSatelliten- oder Luftbilder nicht voneinander abgrenzen lassen, wothabei
mindestenseine Flacheden versiegelten bzw verbauten Flachenangehdren musgvgl.

Bundesamt fliKartographie und Geodasie 2018, S:1%0).

Klasse 2Wie in Abbildung 4 festzustellen ist, ist Landwirtschaft sehr gro3raumig. Ackerland,
Weinbau, Obts und Beerenobdiau und auch Hopfen zahlen zu den in Deutschland
vorkommenden Landbedeckungebiese knnen unterschiedliche Charakteristika aufweisen,
welche zur Klassifikation herangezogen werden. Die Bewirtschaftung der Flachen erfolgt in
unterschiedlich grof3en Parzellen mit unterschiedlichen Plantagenstrukturen, welche in
Abhangigkeit zu den angebautentiXipflanzen entstehen. Wahrend Ackerland sehr dominant
vorhanden ist, treten Klassen wie Hopfen oder Weinbau nur vereinzelt auf (vgl. ebd:, S. 15
18).

Klasse 3:Auch Griunflachen gehoéren in Bayern zur dominanten Landbedeckung. Diese
erstrecken sich Gber daganze Bundesland und kdnnen unterschiedliche Erscheinungsbilder
vorweisen. Homogenen Griinflachen mit geschlossenem Grasbestand und wiederkehrenden
Kolonisierungd atigkeiten durch den Menschen, wie Maharbeiten oder Weidewirtschatft,
stehen inhomogene Griinfachen entgegen, welche unregelméRigere Erscheinungsbilder und
erste Schritte einer nattrlichen Sukzession in Form von BuschStaudenvegetation zeigen

(vgl. ebd., S. 192).

Klasse 4Nimmt diese Sukzession natirlich, oder durch Aufforstung zu, esigitbtiber Stufen
der Heidelandschaften mit Zwergstrauchern, Busamd Strauchvegetationen eine
Landbedeckung die im mitteleuropéaischen Kontext als Wald wahrgenommen wird. Dieser
kann sich m unterschiedlichen Ausmald aus Nadelnd/oder Laubbaumbestanden

zusammensetzen und eine charakteristische Landbedeckung hervorrufen (vgl. ebe28%. 23

Klasse 5Nimmt die Vegetation andererseits ab, sodass sich erdige, sandige und unversiegelte
Aufschlisse der Erdoberflache bilden, spricht man andererseits voneofféeléchen, welche
beispielsweise nattrlich durch Erosgpmozesse als auch anthropogen durcRodung,

Deponie und Lagertatigkeiten entstehen kénnen. Die sind nur selten vom Menschen
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Uberpragt und sind durch deren Lage, beispielsweise im Hochgebirgsgimuer zuganglich.
Felsen, Eis, Schnee, Sand, Schattier Brandflachesind solche Erscheinungen der KlaSse
(vgl. ebd., S. 283).

Klasse 6Durch fehlenden Abfluss kann es vorkommen, dass Bdden ganzjahrig tberflutet sind,
was ganz besondere Biotopetstehen lasst. Die Rede ist von Feuchtgebieten wie Mooren
und Sumpfen, die sich durch eine nahezu vollstandig baumlose Erdoberflache und durch einen

gehemmten pflanzlichen Stoffkreislauf charakterisieren (vgl. ebd.,-S734

Klasse 7:Wasserflachen und Wsserlaufe, ob naturlich oder kinstlich, sind die in Bayern
heimischen Landbedeckungen deswassertyps.agunen, Mindungstrichter und Watts sind

durch die raumliche Ferne zum offenen Meer selbst irrelevant (vgl. ebd.;43)38

Das I M-DE unterscheidet zudem, anders als die cdl@ssifikation (siehe Anhang 1),
zwischen LandbedeckuiigB)und Landnutzun@_N)(siehe Anhang 2), um die Landoberflache

so genau wie moglich wiedergeben zu kénnen, was auch mehr Flexibilitat in der Datenakquise
mit sich bringt. Die Angabe von LN und LB in Kombination gibt die Erdoberflache genauer
wiederals eine der Kategorisierungen allein. Die Kategorisierung nach LN kann zwar auch zur
Klassifikation herangezogen werden, jedoch ist zu beriicksichtigen, dassawusrdnung

in der LN mehrere der LB kommen. Eine isolierte Landbedeckungsklassifikation nach dem
Attribut der LN ist als moglich zu betrachten. Die daraus resultierenden Ergebnisse sind jedoch
mit Ricksicht zu interpretieren, da die Erdoberflache stameinfacht wiedergegeben wird.

Eine Klassifikation nach LB gibt éiesvar auch sehr vereinfacht wieder, jedoch wird hier im
Vorhinein weniger Interpretationsarbeit investiert. Im Allgemeinen sind Kategorien der
Landbedeckung genauer definiert und am @fthto leichter festzustellen. Folglich ist es fir

den Menschen aufwéndiger die LN zu interpretieren als die LB, da dmesenehreren
Faktorenabhangt und subjektive Vorkenntnisse eher eine Rolle spieleseP@analytische
Fehlerquelle ist zu berucksiogpen, weshalb die vorhanden {&tribuierung als Grundlage
dient, Modelle zu trainieren und anzuwenden. Ein weiterer Vorteil dég-DEbesteht darin,

dass LN und LB anhand einer Kreuztabelle (siehe Anhang 3) an dash€ifa angepasst
werden konnen, wahe bekanntlich keine strikte Unterscheidung zwischen Nutzung und

Bedeckung vorsieht (vgl. Hovenbitzer et al. 2015, S. 146f).
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Exkurs MenscitUmwelt Interaktionen

Bei der Beziehung zwischen Menschen und Natur handelt es sich um einen dynan

Prozess. Dieser spiegelt sich Uberwiegend darin, wie der materielle Raum vom Me

kolonisiert bzw. eingenommen und zu seinen Gunsten transformiert wird. Die Verschmé
von Natur und Kulturlandschatft ist bereits seit dem Neolithikum im Gange und van der
Sozialen Okologie integrativ untersucht. Auf der Erdoberflache zu beobachten und som
fur die Fernerkundung messbar, sind Landbedeckung und Landnutzung wichtige Indiz

Veranderungen in diesem Gleichgewicht (vgl. Fis&twevalski u. Haerl 1997, S. 10).
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In Abbildungl2ist ein Ausschnitt des M-DE2015 Vektordatensatzes zu erkennen. Dieser

ist mit RapidEyeAufnahmen aus dem Jahr 2015 hinterlegt. Dieses Beispiel soll verbildlichen,

inwiefern die Referenzdatei der Realigttspricht.

DLM-DE 2015

RapidEye + DLM-DE 2015
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Abbildung 12: Vergleich einer Satellitenszene und des vektorisierten-DEMatensatzes. Quelle: eigene Darstellung;
Datengrundlage: DLNDE 2015 nd RapidEye 2015.
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3 Experimentelles Setup

Wie bereits im Kapitel 1.3 dargestellt besteht der Arbeitsprozess aus vier grundlegenden
Teilen. Um eine Landbedeckungsklassifikation mittéd€hine Learnindpzw. Deep Learning

durchzufihren, sind folgende Punkta beachten:
1 Erstellung der Trainingsgelbée
1 Erstellung des Modells
91 Durchfiihrung der Klassifikation
1 Bewertung der Klassifikation

Fur den weiteren Prozess ist mstwendig den inKapitel2.4 vorgestellten Datensatz weiter

zu untergliedern. Der Datensatz wird hierfur in drei Teile (siehe Abbild8nhgn Verhaltnis

60% Training: 20%alidierung 20% Test aufgeteilt, um das Modell gleichmalig zu trainieren
und zu validieren. Das Verhaltnis kann variieren, es soll aber zur Kenntnis genommen werden,
dass ein gutes Modell viele Trainingsgebiete abvegtlamnd somit den Hauptteil des
Datensatzes beansprucht. Aus diesen Uberlegungen ergibt sich das verwendete Verhaltnis.
Fur Validierungsund Testdatensatz muss bericksichtigt werden, dass deren Resultat ebenso
aussagekréaftig bleibe Validierung unterschaet sich hierbei grundséatzlich von der Testung
und wird bendtigt, um das Modellpocherweise zu Uberprifen und dementsprechend
anzupassenDie Testung sollte an Daten erfolgen, die nicht zum Training herangezogen
werden, um eine Aussage uber die Qualit@sdVvodells anhand von unberihrten Daten

treffen zu kénner(vgl. Cresson 2020, S. 12).

Durch Genauigkeitsbewertunge(r oAccuracy Assessmed)s werden anschlieBend die
Endklassifikation und das Modell Gberprift, was der Testung gleichgesetzfwgirdia et al.
2021, S. 186). In diesem Kapitel sollen diese Arbeitsschritte ausfuhrlich wiedergegeben
werden. FiUr ein besseres Zeitmanagement wurden diverse Einstellunged
Hyperparameteran einer Auswahl des Trainingsdatensathesiristischerprobt. Mit dem
jeweils daraus resultierenden, bestmoglichen Einstellunges&tcgis Praund eCognitiong

wurde eine Klassifikation am gesamten Ausmald des Bundeslandes durchgefét8thritte

sind in den Anhangen-#1 zu finden und werdenfolgend aufgegriffen.
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AUFTEILUNG DES DATENSATZES

ining

Ld

Tra
Validierung (20%)

Abbildungl3: Aufteilung des Datensatzes. Quelle: eigene Darstellung.

3.1Trainingsgebiete

Trainingsgebiete bzw. Samples werden benétigt,aime Klauf bestimmte Aufgabenbereiche

zu trainieren. Diese sind grundlegend am Ergebnis verantwortlich und mussen sorgfaltig
gewahlt werden. Olshallow oder Deep LearningMachine Learnin@asiert auf vorhandenes
Wissen, welches beispielsweise durch dasiE gegeben ist und idJnterkapitel 2.4
vorgestellt wurde. Solche bestehenden Vektorlayer kdnnen herangezogen werden, sodass
diese nicht separat extrahiert werden mussen. Die Klassen sind gegeben und werden als
unveranderliche Parameter betrachtet. Einflusséaikn wie Definition und Interpretation der

Klassen sind somit nicht weiters relevant. Einzig gering auftretende Klassen mit ahnlichen
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Merkmalen wurden des Weiteren fir Testung der Methode zusammengefasst, um die
Wabhrscheinlichkeit der Fehlklassifikation minimieren. Fur die Endklassifikation wurden
jeweils alle Subklassen bzw. Hauptklassen verwendet. Aus einem Vergleich dieser zeigt sich,
welche Klassen durch eine Zusammenschlieung eine Begunstigung erfahren. Grundsatzlich
gilt, dass je mehr Samples prKategorie vorhanden sind,umso bessere
Genauigkeitsbewertungen im Mdglichen liegen (vgl. Jia.€20dl1, S. 189ff). Ein generelles
Merkmal derDL-Anwendungst, dass mit einer zunehmenden Menge an Trainingsdaqtem
vierstelligen Bereich sich auch die Ergebnisse der Klassifikation verbessern, wéahrend bei ML
die Ergebnisse bereits nach einer zweistelligen Sampleanzahl stagnieren (siehe Aldl#jdung
Dies ist der limitierten Verarbeitung von Rohdaten konventitamelML-Algorithmen
zuzuschreiben. DL gelingt es auf mehreren Ebenen Informationen zu abstrahieren und daraus

selbstandig zu lernen (vgl. LeCun et al. 20d&Ailyafeai u. Ghouti 2019, S. 13).

N\

Leistung

Grole des Trainingsdatensatzes

Abbildung14: Leistungssteigerundurch mehr Trainingsdaten in der Deep Learning Anwendung. Queltindert nach
Alyafeai u. Ghouti 2019, S..13
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Die Ausgewogenheit zwischen den einzelnen Klassen ist von hoher Bedeutung, da ansonsten
die vorwiegenden Gruppen Uberklassifiziert und sob@torzugt werden. Die Rede ist von
einerlmbalancedes Datensatzes (vgl. Johnson u. Khoshgoftaar 2019, S. 2). Generell ist darauf
zu achten ein Gleichgewicht zu finden. Dies hilft ein gutes Modell zu trainieren. Bei der
Validierung des Modells zeigt sich schlie3lich, ob der Trainingsdatensatz gut gewwéldt

Zu wenig Samples bahnen ein sogenann@aeerfitting an. Ein Phdnomen, welches den
Zustand beschreibt, dass das Modell zu sehr an die vorhandenen Daten fixiert isinend
Varianz nicht toleriert. Auch wenn der Datensatz beschrénkt ist, ist esahdtié enthaltene
Information zu vermehren. Dieser Vorgamgrd als Augmentation bezeichnet Durch
Uberlappung, RotationDurchnischen der Samples undurch die Verwendundleinere
Sampleausmalie lasst sich ein Datensatz limitiert verbessern (vgl. Shorkdroshgoftaar
2019, S. 3ff). Die Tabellen 6 und 7 geben die Landbedeckung BaysimHaupt bzw.
Subklasserwieder. Dabei werden Verhéaltnisse und Ausmald beziglich der Diversitat der
Landbedeckung sichtbar. Unter anderem soll geklart werdeziche Klasen sinnvoll sind

bzw. auch signifikant klassifiziert werden kénnen. Besonders die Hauptklassen 5, 6 und 7
haben im Bundesland Bayern ein relativ geringes Vorkommen. Die Stichprobenauswahl ist
somit eine zusatzliche Herausforderung fiur die Landbedeckuasgsfikation, da der
Datensatz in der Praxis nur auf3erst selten ausbalanciert vorliegt. Moglichkeiten einen nicht
balancierten Datensatz ins Gleichgewicht zu bringen sind unter andexesmsamplingdie
Augmentation der unterreprasentierten Klassen, odetUndersampling die zufallige
Verringerung der Uberreprasentierten Klassen. Vor all@wersamplingsollte dabei mehr
Beachtung geschenkt werden, dzeep Learninggrundsatzlich einen groReren Datensatz
bendtigt. Aufgrund dessen, dass diese Forschungsarlstiesondere eine effiziente, direkte

und moglichst automatisierte Landbedeckungsklassifikation mik&sstrebt, wurde davon
abgesehen, die Datensatze zu manipulie®mersamplingind Undersamplingvirden zwar
Optionen bieten, die Datensatze und Modelleverbessern, jedoch bringen diese auch eigene
Fehlerquellen mit sich, welche von der anfanglichen Problemstellung abweichen. Es wurde
somit ein moglichst praxisnaher Weg gewahlt, indem die Stichproben nicht auf die Anzahl der
Samples, sondern auf diedEhen bezogermwerden, welche sich wiederum als Trainings

Validierungsund Testdatensatz wiederfinden (vgl. Stoll 2020, S. 236).
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Tabelle6: DLMDE nach den Hauptklassen fiir das Bundesland Bayern. Quelle: Baystedlung; Datengrundlage: DEDE

2015.

Klasse Polygone Pixel Flache [m?] Flache [%]
1 338.420 111.320.078 2.783.001.950 3,949
2 109.367 867.501.053 21.687.526.325 30,699
3 524.696 724.672.307 18.116.807.675 25,649
4 324.130 1.053.314.339 26.332.858.45( 37,269
5 17.103 17.669.217 441.730.425 0,639
6 5.558 8.616.422 215.410.550 19,759
7 61.951 43.618.420 1.090.460.500 1,549

Tabelle7: DLMDE nach den Subklassen fur das Bundesland Bayern. Quelle: eigene Darstellung; Datengrundibge: DLM

2015.

Klasse Polygone Pixel Flache [m?] Flache [%]
B11Q 265.057 91.455.911 2.286.397.775 3,249
B121 27.473 9.024.382 225.609.550 0,329
B122 35.979 7.008.106 175.202.650 0,259
B242 9.911 3.831.679 95.791.975 0,149
B211 103.045 856.354.971  21.408.874.275 30,309
B221 815 2.785.684 69.642.100 0,109
B222 2.584 2.024.682 50.617.050, 0,079
B224 2.923 6.335.716 158.392.900 0,229
B231 248.321 556.395.468  13.909.886.70( 19,689
B32]] 8.839 33.167.042 829.176.050 1,179
B233 267.536 135.109.797 3.377.744.925 4,789
B322 1.529 8.024.753 200.618.825 0,289
B324 20.646 9.612.653 240.316.325 0,349
B31(Q 32.786 38.836.980, 970.924.500 1,379
B311 82.065 184.800.224 4.620.005.600 6,549
B312 92.478 542.117.740  13.552.943.50( 19,189
B313 94.626 269.921.988 6.748.049.700 9,559
B33( 15.608 13.584.727 339.618.175 0,489
B332 1.465 4.041.167 101.029.175 0,149
B334 - - - 0,009
B339 30 43.323 1.083.075 0,159
B411] 2.861 1.623.200 40.580.000 0,069
B412 1.828 5.637.254 140.931.350 0,209
B413 205 201.197 5.029.925 0,719
B414 664 1.154.771 28.869.275 0,049
B423 - - - 0,009
B511 5.621 13.175.374 329.384.350 0,479
B512 56.330 30.443.046 761.076.150 1,089
B521] - - - 0,009
B522 - - - 0,009
B523 - - - 0,009
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Deep LearningModelle sind darauf abgestimmt Objekte und Strukturen zu erkennen, welche
ebenso fur das menschliche Auge sichtbar sind (vgl. Alouta u. Hess 2021). Deshalb ist ebenso
die Auswahl der verwendeten Bander entscheidend. Statistisch betrachtet erzielen nurona
Netzwerke, welche anhand multispektraler Daten trainiert wurden, signifikant bessere
Ergebnisse (vgl. Senecal et al. 2019, S. 5). Ein weiterer Faktor ist die Gro3e der extrahierten
Trainingsgebiete. Diese sind passend der verwendeten Modellarchitektwahlen. Die

einen funktionieren besser mit kleineren (z.B. 32x32 Pixel), die anderen mit grof3eren (z.B.
320x320 Pixel) Bilddimensionen. Je nach Architektuegglbmit zu beachten, dass das Modell

die Gesamtstruktur nicht richtig wahrnimptalls die 8mples zu klein ausfallersind diese
andererseits zu gro3, werden kleinstrukturierte Landschaftsflachen vernachlassigt.
Verantwortlichfur dieses Phanomen sind verwendete Filter und die daraus resultierenden
abnehmenden Breiten und Hohen der Bildaussdbnitdhrend jeder Schicht des neuronalen
Netzwerkes. Zudem beeinflusst die Dimension des Eingabebildes die Dimension der
verwendeten Filterdenndiese werden mit jedemveiteren HiddenLayerkleiner. Dies kann
beispielsweise verursachen, dass déadell nichtrichtig funktioniert (vgl. Hamwood et al.

2018, S. 3053055).

Zusammenfassend lasst sich festhalten, dass bei der Generierung der Trainingsgebiete

folgende Parameter veranderbar sind:
1 Augmentation
1 Béanderkombination
1 Klassen

Wie diese Kombinatnen umgesetzt wurden, ist in den Anh&ngenuhd 5 fir beide
Softwarepakete enthaltenWahrend fur SkKlassifikationen unterschiedliche Merkmale als
Informationstrager extrahiert werden mussen, schafft es ein Modell basierend auf neuronalen
Netzwerken selbtandig Kriterien und Gewichtungen zu setzen. Zu berlcksichtigen ist, dass
Aragis Pro nur drei Bander bertcksichtigt, wohingegeCognition mit mehrbandigen
Trainingsgebieten arbeiten kann und somit in dieser ldivtshicht derart limitiert ist Die
Metadaei-Formate beider Softwareprogramme unterscheiden sich ebdashe Abbildung

15). Wie die Bildausschnitte gespeichert und gelabelt sind, hdngt von der verwendeten

Architektur und vom Zweck (dBemantisch&egmentierun@der Objekt Detektion) ab. Beide
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Softwareprogramme geben die Samples dementsprechend konfiguriert aus, was es
andererseits erschwert, vorhandene Samples zwischen den Softwareprogrammen zu
transferieren. Dies wirkt sich in der Gro3e des eingenommenen Speicherplatzes durch die

notigen Datensatze aus, falls mit mehr als einem Softwareprogramm gearbeitet wird.

METADATA FORMAT
CLASSIFIED TILES LABELED FOLDERS
ARCGIS PRO eCOGNITION

) -

IMAGES

g

LABELS

LK

Abbildung 15: Darstellung des Exportordners und des MetadBtgimats beider Softwareprogramme. Quelle: eigene
Darstellung.

VergleichMachine Learning Die Klassifikation miRandom Foresbder K-Nearest Neighbor
Algorithmen bendtigt anders als jene mit neuronalen Netzen, nur eine geringe Anzahl an
Samples, um ein Leistungsmaximum zu erreichen (siehe AbbildnBasierend auf diese
Uberlegung und auf die Erkenntnisse anderer Forschungsarbeiten, wurden férAtieder
Klassifikation 50 zufallige Samples pro Klasse generiert, anhand derer die jeweiligen Modelle
trainiert wurden (vgl. Colditz 2015, S. 9675). Die verwendeten Klassen gleichen jenen, die auch
fur dieDeep Learniniylodelle verwendet wurden. Der wolgr63te Unterschied zwischen der

ML- und der DL-Anwendung ist die Abhangigkeit der Merkmalsextraktion von der Anzahl an
Bandern und debeinhaltendeninformation. Die Erstellung verschiedenster Indizes (siehe
Tabelle §, TexturLayer oder einer Hauptkompentenanalyse bieten zusatzliche
Information, mit der die Mdoglichkeit besteht, Objekte weiter zu differenzieren und das

Klassifikationsergebnis zu verbessern.
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Tabelle8: Indizes fir zusatzlichen Informationsgewinn. Que#eindet nachEsri 2022d.

INDICES

NDVI = ((NIR Red) (NIR + Red))

NDWI = (Green NIR) / (Green + NIR)

Green NDVI = (NIR Green) (NIR + Green)

RedEdge NDVI | = (NIR RedEdgé)(NIR + RedEdge)

SAVI = ((NIRRed)/ (NIR+Red + L)) x (1 +1L)
TSAVI =(s*(NIRs*Red-a))/(a*NIR+Rech*s+ X * (1 +s2))
MSAVI = (1/2)*(2(NIR+13qrt((2*NIR+1)B(NIRRed)))
PVI = (NIR a*Red-b) / (sqrt (1L + a2))

VARI = (Green Red)/ (Green + RedBlue)

SR =NIR/Red

RedEdge SR = NIR / ReéEdge

MTVI2 =1.5%(1.2 * (NIR Green)- 2.5 * (Red Green) 0 (2 KNI+ 1){6 * NIR-p K 6 w-B.R)0 |
RTVIcore = (100*(NIR RedEdge) 10*(NIR- Green))
CIRed Edge = ((NIR / RedEdge})

ClGreen = ((NIR / Green)1)

L...amount of green/egetation cover

s...slope of the soil line

a...soil line intercept

X...adjustment factor that is set to minimize soil noise

b...gradient of the soil line

Ein Indexeignetsich,um die Intensitat bestimmter Merkmale wiederzugeben und wird auf
Basisvon zwei oder mehr Bandern, deren Reflexigigenschaften und deremeziehung
zueinander als zusatzlicher Layer berechnet (vgl. Bannari et al. 1995, SDi@6T)extur
wiederum beschreibt die raumliche Heterogenitdt bzw. Homogenitat, welche durch
Kontrastifferenzierungen unterschiedlicher Objekte auf der Oberflache wiedergegeben
werden. Neben der GréRe der Objekte haben auch Belichtungsverhaltnisse,
Beobachtungswinkel, Jahreszeit und schlie3lich der aufgenommene Spektralbereich Einfluss.
Zudem haben kurz&Vellenlangen einen raueren Charakter, wohingegen dieselbe Szene,
aufgenommen im langen Wellenbereich, einen sanfteren Verlauf aufweist (vgl. Chuvieco
2016, S. 158). Um die Textur als zusatzlichen Informationsinput niitzen zu kénnen, bendtigt es
einen weitgen Zwischenschritt. Die Extraktion beruht auf die sogenartay Level Go
occurrence matrixler Haralick Texture Extractipmvelche Pixelwerte und Relation im Raum
berucksichtigt. Mit einfachen Berechnungen kdnnen sozbisacht weitere Featureiehe
Tabelle 9 extrahiert werden. Nichtsdestotrotz ist eine Kombination aus 2 Tebdyer
ausreichend, um signifikante Ergebnisze erzielen, was in der fortfihrenden Arbeit

bericksichtigt wird (vgl. OFBookbook 2018 nd Lu et al 2014, S. 8193).
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Tabelle9: Auswahl an Haralick Features. Quellerandert nacfOTBCookbook 2018.

HARALICK TEXTURES

* Energy(texture uniformity)

*Entropy (measure of randomness of intensity image)

Correlation (how correlated a pixel is to its neighborhood)

Inverse Difference Moment (measures the texture homogeneit)

Inertia (intensity contrast between a pixel andriksighborhood)

Cluster Shade

Cluster Prominence

Haralick Correlation

* used for further investigation

Zusatzlich wird eindauptkomponentenanalysan den Satellitenbildern angewendet, um
Datenmengen zu reduzieren und daraus ein Maximum an Informationsgehalt zu erzielen. Am
Beispiel vonRapid Eye Daten, lassen sich die funf Bander auf drei Hauptkomponenten
reduzieren. Diese enthalten mehr als 90% deformationen der Ursprungsbéander. Die
Reduktion beruht darauf, dass korrelierende Variablen jedes einzelnen Bandes in einer
KovarianzZMatrix, durch Berechnung der Eigenwerte, zu Komponenten zusammengefasst
werden (vgl. Estornell et al. 2013, S. 84f). RiKISssifikatoren ist es somit mdglich, Objekte
basierend auf mehr als 25 Layer zu differenzieren. Anhang 6sind die tUberwachten
Lernprozesse bzw. die Klassifikationesierend auk-Nearest Neighbound Random Forest

in beidenSoftwarepaketen dargestellind sollzum Vergleich deProzesse dienertin grol3er

Vorteil der SiKlassifikatoren liegt in der Handhabumgd Ubersichtlichkeit.
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3.2Modeltraining

Nach der Generierung der Samples bestéint Ssmantische Segmemtiung mit DLder
nachste Schritt darireine passende Modellarchitektur zu wahlen, mit der die Klassifikation
trainiert wird. Die Unterschiede liegen hier in den DetaiBesonders fir visuelle
Aufgabenstellungen, zu denen auch Bildklassifikationen gehoérgind sogenannte
Convolutional Neural Network§CNN geeignet. Diese sind auf einen Input mit
mehrdimensionalen Anordnungen eingestellt, wie es bei einem Bild beispielsweise durch die
unterschiedlichen Farbkanéle, Farbstuterw. Graustuferund Bilddimen®nen gegeben ist.
Dieskannals Matrix dagestellt werden(vgl. LeCun et al. 2015, S. 438). Wie in Abbildéng 1
zu sehen ist, besteht jededidden Layeraus zwei Prozessen. Das sind zum einen die
Convolutiondie Faltung, und zum anderen dBsoling die Bindelung auf das Wesentliche.

Der Prozess dezonvolutiorbeschreibt eine KernéMatrix bzw. einen Filtemit trainierbaren
Gewichten und einstellbaren Gré3en, welche Spalte fiir Spalte und Zeile fur Zeile das Input
Bild abtastet und Features extrahieBas bedeutet auch, dass die Neuronen des Netzwerkes
nie mit dem gesamten Input konfrontiert werden, sondern nur Autsschnittenwelche den
Filtern entsprechen, den sogenanntezzeptiven Feldertea NB O S LJG A(@iSSewak &tf R & &
al. 2018, S. 51)Wahrend jede zusétzliche Faltung die Hohen und Breiten des Inputbildes
verringert, nimmt die Tiefe der Featuteayer zuWie inAbbildung B zu sehen istyermehren
sichdurch die Faltunglie FeatureLayer.Pro angewendete Filter entsteht so eirfreature
Layer(= ofeature ml L)JdDie ersterenLayerextrahieren vor allem einfache Merkmale wie
Farben oder Kanten. Mit jedem zusatzlichelidden Layer nimmt die Komplexitéat der
erkannten Merkmale zu. IrRoolingSchritt wird der Iput bzw. der Output weiter reduziert,
indem nur jene mit den hoéchsten Aktivierungatworten weitegelassenwerden. Diese
Verringerung der rd&umlichen Dimension, das sogenabad@nsamplingist typisch fir CNN.
Nach weitererHiddenLayer je nachModell und Architektur, wird schlief3lich der finale Layer
ausgegeben. Dieser enthélt die Klassifikation und ist vollstandig mit den Informatideen

vorangegangenen Layefrernetzt(vgl. LeCun et al. 201%dTurner et al. 2021, S. 204).
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Abbildungl6: Funktionsweise eines Convolutional Neural Networks. Quedténdert nacilfurner et al. 2021, S. 204.

Wie bereits in Kapitel 2.1 erwéhnt, gibt es je nach Anwendung unterschiedliche Architekturen,
welche den Aufbau des Modsltlefinieren. Sei es die Anzahl d&dden Layerdie Grél3e der
KernetFilter, oder die verwendete Aktivierungsfunktion. Wahrend das beschriebene CNN aus
Abbildung 5 in eCognitionAnwendung findet, gibt es iArgis Proeine grof3ere Auswabhl.
Besondersdie U-Net Architektur (siehe Abbildung 17gignet sich zur Analyse von
FernerkundungsdaterBestehend aus insgesamt €8nvolutionalLayer und urspriunglich fur
medizinische Untersuchungen entwickelt, eignet sich jene Agkhit auch fir
Landbedeckungsklassifikationen. Die Architektur entspricht einem modifizieRely
Convolutional NetworKkFCN wodurch essich fur mittlere SamplegréRen eignet und sich
zudem nicht nur zur Klassifikation, sondern auch zur Lokalisierung bestimmten
Merkmalen eignet. Anders als ein CNN setzt sich ein FCN nicht nur ausBamersampling
sondern auch aus einelpsamplingAbschnitt zusammen. Diese sind in der modifizietten

Net Architektur nahezu symmetrisch und geben die namensgebenda Eer Architektur.

Das bedeutet, dass nachdem die rdumlichen Dimensionen des Inputs reduziert wurden, eine
Skalierung auf die urspringliche Dimension erfolgt. Dadurch ist die Architektur nicht an eine
fixe EingabegroRe des Inputs gebunden. Andererseitd die Layer nicht miteinander
verknupft, sodasge Convolutiomur der Kontext verwendet werden kann, der vollstandig im
Layer enthalten ist. Dies eignet sich zudem fir grof3e Bilddateien, da aufgrund der getrennten
Bearbeitung die Grafikkarte weniger beietsvird (vgl. Ronneberger et al. 2015, S. 2luong

et al. 2015, S. 2).
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U-NET ARCHITECTURE
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Abbildungl7: U-Net Architektur. Quellazerédndert nachRonneberger et al. 2015, S. 2.

Zudem besteht die Mdoglichkeit das Modell durBackboneModelle einer Art Transfer
Learningzu konfigurierenDas bedeutetdass dadurch allgemeinbekannte Merkmale durch
Modelle vortrainiert werden und an das spezifische Modell angepasst werden kohhen.
dieser Herangehensweideat das zu erstellende Modell eine gute Ausgangslage und muss
nicht von Grund auf lernen. IrPytorch sind Modelle beispielsweise basierend auf
Residualnetzwerke RESNBTmit bis zu 152 Layer implementiert, die anhand eines
Datensatzes, bestehend aus mehr als eine Million Bilder, bereits Basiswissen zur Extrahierung

von Merkmalen haben (vgl. Esri 2022e).

Neben verwendeter Architektur und Anzahl ddiddenLayer besteht die Moglichkeit die
Lernfahigkeit des Modells durch déenzahl arEpochenAnpassung ddrernrateoder durch
Transfer Learningu steigern. Eine Epoche beschreibt den Durchgang eines Modells den es
bendtigt, um jeden einzelnen Sample des Trainingsdatensatzes einmal aufzufassen. Da es
technisch nicht moglich istlle Samples gleichzeitig zu erfassen, wergpachernn Batches

und Lernschritted leaming step& unterteilt. Ein Batch beschreibt die Anzahl der Samples
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die gleichzeitig, je nach Rechenkapazitat der GPU, betrachtet wird. Diese kann unterschiedlich
ausfallen. Fur die verwendeten Softwarepakete eigneten sich BatoRen von 16 (fUArcgis

Pro bzw. 50 (fureCognition. Dies setzt wiederum voraus, dass mehrere Schritte bendtigt
werden, um batchweise eine Epoche zu generieredarum ist die Rede vohernschritten

(vgl. Chollet 2021, S. 49 u. 74). Grundsatzlich funktioniert dieser Prozess des Trainings in den
verwendeten Softwarepaketen nach dem gleichen Schéadachfunktioniert dieser im Falle
vonArcgis Prautomatisierter. Dies zeigt sich besonders auch bei der Validierung der Batches.
Eine Adjustierung der Gewichte ist iDeep Learningunverzichtbay um das Modell
bestmdglich zu trainieren. Dies geschieht dureim 8ackpropagatiorAlgorithmus einer Art
Reflexion in der die vorangegangen Neuronen betrachtet@ratlienten berechnet werden,

mit denen folgend Gewichtungen und Fehlerwerte angepasst werdekuf Basis der
sogenannterVerlustfunktiond TNossfunction ,6n der die vorhergesagten Ergebnisse mit den
Zielergebnissen verglichen werdearghmenOptimierer(= coptimize (z.B. Adam, RMSProp
etc.) nach dem GradientenverfahreAnderungen vor, welche das Modell anpassen und
optimieren. DieLernrateist ein zusétlicher Parameter dieses Gradientenverfahrens und ist
fur den Lernprozess mitentscheidendiese kann zudem einem fixen oder adaptiven Wert
entsprechen.Das Ziel ist es die Lernkurve flach zu halten und die Verluste mdglichst zu
minimieren.In Abbildung 18 werden Lernkurvemd der Zusammenhang mit déernrate

gegentbergestellfvgl. Goodfellow et al. 2016, S. 429f u@hollet 2021, S. 29).

— Train
VERY HIGH LEARNING RATE
Validation

251

LOW LEARNING RATE 1.0

LOSS [TRAINING &VALIDATION]

HIGH LEARNING RATE

GOOD LEARNING RATE 0.5+

T r T T T
> 0 5000 10000 15000 20000
Batches processed

EPOCH

Abbildungl8: Gute der Lernkurve in der Theorie (links) im VergleiemeuLernkurve in der Praxis (rechts). Quedigindert
nachApaydin et al. 2020, S. 10.
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Nach Goodfellow et al. (2016) wird empfohlen, diernrate als Hyperparameter zu
adjustieren, da dadurch mit wenig Zeitaufwand die signifikantesten Verbesserungen erzielt
werden konnen. Mit grol3erLernratenwerden wenigerEpochenbendtigt, jedoch istdie
Wahrscheinlichkeitdie ideale Lernkurve zu verpassemol Andererseits besteht die
Maglichkeit, dass kleinkeernratersteckenbleiben und die ideale Lernkurve nie erreicligne
adaptive Lernrate bietet somit mehr Flexibilitdt und eine héhere Wahrscheinlichkeit e
Gleichgewichizwischeneinem Overfitting bzw. Underfitting des Modells zu erreichen(vgl.
Goodfellow et al. 2016, S. 429f und Chollet 2021, S. 29).

WichtigeParameterdie mit dem Lernprozess eines Modells einhergetsamd:
1 Architektur
1 Anzahl Hidden Layer
1 Epochen und Lernrate
1 Backbone Modelle undiransfer Learning

Wie das Training anhandigser Parameterollzogen wurde, isin den Anhédngen 7nd 8

(jeweils fur Arcgis Pro und eCognitian)sehen

3.3Klassifikation

Die Anwendung des Modells ist der letzte verbleibende Schritt, um zur Klassifikation zu
gelangen. Diese ist abhangig davon, ob es sich um eine pixelbasierte, oder objektbasierte
Klassifikation handelt und sogleich auch abhangig vom verwendeten Softwatejzde
Softwarepaket vorArcgis Prast bekanntlich auf pixelbasierten Klassifikationen spezialisiert.
Die Software voreCognitioneignet sich wiederum fisegmentierungenind objektbasierte
Klassifikationen. Folglich unterscheiden sich in der Anwendui die Losungswege, da
beide der genannten Softwarepakete unterschiedliche Anforderungen haben, um aus dem
Input einen Output zu generieren. Wahrend die Erstellung der Samples und das Training des
Modells in beiden Programmen zu Gunstir Deep Learningrunktionsweisevergleichbar

und generalisierbasind, ist es fir die Anwendung sinnvoll, die Schritte getrennt voneinander

zu betrachtenEsfolgt ein Vergleich der Anwendung zwisch@&rmgis Praind eCognition Die
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Shallow Learningethoden sind in Anhan@ fiir beide Softwareprogramme schematisch
dargestellt. Nach einem heuristischen Verfahren (siehe Anhangd)awurden die besten
Kombinationen, basierend auf derOverall Accuragy ermittelt. Dabei wurden
Banderkombinationen, Anzahl detidden LayerBackimne Modelle Epocherund Lernraten

getestet.

3.3.1 Anwendung in Arcgis Pro

Klassifikationen inArcgis Prosind durch Ubersichtliche Strukturen und Werkzeuge
charakterisiert. Diegieht sichauch in der Anwendung miDeep Learninglurch Aufgrund
dessen, dass die Klassifikation pixelbasiert ablauft und die Entscheidungsgrundlage auf das
kleinste Element des Inputs, dem Pixel, basiert, sind keine ZwischenschritizB.
Objektegmentierungent erforderlich, um das Modell auf das zu lddizierende Bild
anzuwenden.Die erforderlichen Schritte sind in Abbilduri® und 20 abgebildet und
verbildlichen die direkte, unmittelbare Umsetzung d&emantischen Segmentierung
Abbildung 1%eigt dassein Eingaberaster undine Modelldefinitionals Input fir den Prozess
ausreichend sind. Zusétzlich ist es moglich Parameter bzw. Argumente zu adjustieren, was
jedoch optional ist Abbildung 20 zeigt eine Gegenuberstellung des Eingaberaisise
Abbildung 20aund der resultieredenKlassifikatior(siehe Abbildung 20b)

Es ist hervorzuheben, dass keine weiteren Zwischenschritte notwendigZsiddm besteht
auf der offiziellenEsriHomepage die Mdglichkeit, vortrainierteeep LearnindgModelle zu
gewissen Thematikennd Klassifikdonen zu erhalten. Diese kénnen die vorangehenden
Schritte des Sampleexports und Trainings erspaé&n.beachten ist jedoch, dass diese
vortrainierten Modelle nicht an das spezifische Untersuchungsgebiet adjustiertr sindB.
unterschiedliche geometrisehund spektrale Auflosungen und es zu Fehlermeldungen
wahrend des Prozesses kommen kabme Arcgis ProSoftware punktet somit mit einem
Ubersichtlichen Ablauf und einem umfangreichen, zur Verfigung gestellten Sérgic&sri
2022f).
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ARCGIS PRO
»CLASSIFY PIXELS USING DEEP LEARNING" TOOL

ARGUMENTS
- BATCH SIZE; TILE SIZE; PADDING -

v

MODEL DEFINITION > SETTINGS b OUTPUT CLASSIFIED RASTER

A

INPUT RASTER

Abbildungl9: Schematische Darstellung der pixelbasierten Klassifikation in Arcgis Pro. Quelle: eigene Darstellung.

Anwendung Deep Learning Arcgis Pro
Input

Klassifikation

Abbildung20: Anwendung der pixelbasierten Klassifikation in Arcgis Pro. Qeigléme Darstellung.
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3.3.2 Anwendung eCognition

In eCognitionist DLandererseitanicht direkt fir eine Klassifikation nutzbar. Vielmehr handelt
es sich dabei um eine Kombination &digject Based Image Analy8B3BIA)X objektbasiertes
Klassifikationsverfahren und CNN. Wahrend die pixelbasierte Anwendundingis Pralie
Semantic Segentation direkt am Pixel austubtmuss dise in der OBIAAnwendungauf
Objeksegmentierungeriibertragen werdenDie Abbildungen 2-23 sollen diese Kombination
aus OBIA und CNN verdeutlichen. Wie in Abbildubg dezeigt wird, erfolgt zuerst die
Anwendung és CNN auf der Pixelebendls Input dienen Eingaberaster und das trainierte
Modell. Als Output ergeben sich sogenantieatmaps(siehe Abbildung 22) vergleichbar

mit Feature Mapddie aus derConvolutionresultierent , welche aus deAnwendung des
kunstlichen neuronalen Netzwerkes auf das zu klassifizierende Bild heraus@ebeflasse
wird eine solche Heatmap ausgegeben, welche die Wahrscheinlichkeit der
Klassenzugehorigkeauf der Erdoberflache visualisiert. Blaue Werte symbobsiariedrige
Wahrscheinlichkeiten und rote Werte hohe Wahrscheinlichkeiten, wobei diese einem
Wertebereich vor0 bis1 zugeordnet werden. Anhand des Beispiels aus Abbildung 22 werden
somit sieben zusatzliche Layer ausgegeben, welche zusammengefugt dealindoen bzw.

die Entscheidungen der Kl beziglich der Klassifikation enthalten (vgl. Turner et al. 2021, S.
211f).

Bevor dieKlassifikation auf der Objektebene durchgefuhiitdy ist die Generierung einer
Segmentierungnétig (siehe Abbildung ). Rir die Segmentierunghochauflésender
Bilddaten eignet sich besonders ein BottapVerfahren wie beispielsweise eine
Multiresolution Segmmetation (Turner et al. 2021)Hierbei werden einzelne Pixel mit
ahnlichen Eigenschaftem zu Gruppen zusammengefasddiese kann bereits vor der
Anwendung de®eep Learninyylodells und der Ausgabe deleatmap<serstellt werden, kann
aber auch unmittelbar vor der Klassifikatiganeriert werdenBei der Multiresolution dit es
verschiedene Paranter wie beispielsweise die Skalieruljg Formoder die Kompaktheit der
Segmente. Diese miussao gewdahlt werdendass die in der Untersuchung betrachteten

Klassen sinnvoll wiedergegeben werdggl. ela., S. 52).

Die Klassifikation(siehe Abbildung21c) der Objekte erfolgtschlie3lichauf Basis der
Klassenzugehorigkeit, d&tembership Functignwelche mit derHeatmapserstellt wurden.

Infolgedessen werden Objekte den dementsprechenden Kitagageordnet. Die hdchste
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Wahrscheinlichki fur die Zuordnung der Objekte setzt sich durch und bestimmt somit die
KlassenzugehoérigkeltVie sichsomit (siehe Abbildung 22gigen lasst, sindiieCognitiorewei
Zwischenschrittentig. Neben demEingaberaste(siehe Abbildung 23 ayerden zusétzlich
eine Segmentierungsiehe Abbildung 23h)nd Heatmapgsiehe Abbildung 23c) bendtigt, um
vom trainierten CNN zur Klassifikation zu (siehe Abbildung 23d) geldbigeDEAnwendung

in eCognitiorerfordert indieser HinsicheinengréRerenArbeitsaufwand.

€COGNITION
APPLY CONVOLUTIONAL NEURAL NETWORK*
ALGORITHM PARAMETERS
a)
TENSORFLOW MODEL FORMAT
- eCOGNITION MODEL -
v
IMAGE LAYERS
“RGB - SETTINGS bmm-m
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. (ﬁw eCOGNITION
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OBJECT BASED IMAGE ANALYSIS
CLASS DESCRIPTION
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DESCRIPTION CLASSIFIED RASTER
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-42- SETTINGS D SEGMENTATION FOR
-20- OBIA
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Abbildung21: Schematische Darstellung der objektbasierten Klassifikation in eCognition. Quelle: eigene Darstellung.
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MEMBERSHIP FUNCTION

Abbildung22: Heatmaps als Zwischenschritt zur objektbasie Klassifikation in eCognition. Quelle: eigene Darstellung.
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Abbildung23: Anwendung der objektbasierten Klassifikation in eCognition. Quelle: eigene Darstellung.



4 Ergebnisse

Die Methodenkombinationen aus DL bzw. SL und pixelbasierten bzw. objektbasierten
Verfahren wurden anhand devorgestelltenHerangehensweism Kapitel3 getestet. Anhand
von sieben Szenenaus dem bereitgestellten Testgebiéiiehe Abbildung 4 werden die
Ergénissebzw. die Genauigkeitsbewertungetter besten Methodervorgestellt wobei der
Random ForegRFAlgorithmusn der Testphase besseggebnisse erzieli@s defk-Nearest
NeighborAlgorithmusund des Weiterereum Vergleich mit defeweiligen DEMethoden
herangezogen wirdFur die ausgewéhlten Szenen wurde geachtet, eine reprasentative

Auswahl zu treffen und moglichst alle Klassen darzustellen.

Genauigkeitsbewertungesrmitteln dabei die Gute der Landbedeckungsklassifikation. Bei der
Overall Accurac{OA)handelt es sich, anders als bei internen Validierungent@@nierten
Modelle, um eine unabhangigéarianteder Testung bzwEvaluierungdie flr den Verglich
der Ergebnisse herangezogen wiRer Genauigkeitswert wird dabei als relative Richtigkeit
definiert, bei der ein klassifiziertes Bildund eine vermeintlich der Grundwahrheit
entsprechenden Referenzdateerglichen verden Dies kann in einer Fehlermatriauch
Konusionsmatrix, dargestet werden Die OA ermittelt dabei den allgemeinen,
klasseniibergreifenden Genauigkeitsweleben der OA eignet sich auch der sogenannte
KappaKoeffizient zur statistischen Bewertung der Klassifikationsgutélit diesem wird
uberpriift, ob die Ubereinstimmungon Zufallsereignissen gepragt iBie Werte des Kappa
Koeffizienten reichen vorl bis 1, wobel einer vollkommenen Ubereinstimmung und einem
AusschlieBen von Zufallswerten entsprichtdhrend niedrige und negative Werteeine
schlechte Ubereinstimmundarstellen Tabelle 10stelt die Ubereinstimmunglar, die mit
bestimmten ¢-Wertbereichen einhergehen und dient als Hilfestellung die
Klassifikationsergebnissm®sser zu interpretierevgl. Altman 1991, S. 404 Zudem soll die
Hinzunahme vonProducer AccuracyPA) undUser Accuracy(UA) einen quantitativen
Vergleich der verwendeten Methodenkombinationenfir die individuellen Klasse
ermdglichen. Die PA wirdberechnet, indendie Summe arrichtig klassifizierten Pein ¢ der
betrachtetenKlasseg durchdie Summean referenzierterPixelnjener Klasse dividiert wird.
Die PA gibt somit die Wahrscheinlichlait mit derdie Landbedeckung, welche in der Realitat

vorkommt, auch als solche klassifiziert wirbie UA wird berechnet, indem die Sumrae
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richtig klassifiziertenPixeln¢ der betrachteten Klasse durch die Summe aRixeln,welche
insgesamt jener Klasse zugeordnet werden dividiert wird. Die UA gibt somit die
Wabhrscheinlichkeit an, mit welcher die KlassifikationsergebnisseateneintlichenRealitat
entsprechen. Basierend auf diesenWerten lassen sichAussagenzu unter bzw.
Uberklassifizierterandbedeckungen macheies zeigunter anderemin welcher Hinsicht

das Labeln der Trainingsdaten und das Zusammenfassen von KlassenDgegikearning
Anwendung von Relevanz sind. In dieser Art lasst sich zuséatzlich zur qualitativen Beschreibung
auch ein quantitatives Mal3 ermitteln, mit dem die Gergkeit von
Landbedeckungsklassifikationen dargestellt werden kann (vgl. Janssemder Well994, S.

421ff).

Tabellel0: ¢ -Werte und deren Aussagen iiber Ubereinstimmungen. Quelandert nachAltmann 1991, S. 404.

¢-Wert Ubereinstimmung

<0,20 sehr gering
0,21-040 gering
0,41-0,60 moderat
0,61-0,80 gut
0,81-1,00 sehr gut

55



Abbildung24: Ubersicht der 7 Ausziige zu den Ergebnissen. Quelle: eigene Darstellung.
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Des Weiteren werden diErgebnisse prasentiettim sich einen Uberblick tiber die Ergebnisse
zu verschaffen, ist es sinnvoll die erreichten Oid ¢ -Werte der Methoden(siehe Tabelle 1))
zu betrachten.Die Arcgis ProDeep Learnindiethode hat dabeibesserer Werte erzielen
kénnenals die verglichenen Methodeund isthervorzuhebenMit einer OA von75%bzw.
84% unl *-Werten von 0,69 bzw. 0,7lfefert die Arcgis Pro Deep Learnifmdethode nach
Altman (1991) gute bis sehr gute Ergebnidde RFMethode in Arcgis Proerreicht im
Gegensatz dazu nWWAWerte von 34%LBM1)bzw. 56%(LBM2)und ¢-Werte von 0,27
(LBM21)bzw. 0,43(LBM2)und weist somit nur geringkis moderate Ubereinstimmungen auf
DieeCognition Deep Learnimdgethode erreicht OAWerte von40%(LBM1)ozw.62%(LBM2)
und ¢-Werte von 0,29(LBM1)bzw. 0,45(LBM2) welche nahezu mit deRFMethode in
eCognitiorgleichzusetzen sindiese erreichen OWerte von 43%LBM1)bzw. 57%LBM2)
und ¢-Werte von 0,34(LBM1)bzw. 0,43(LBM2) wobei es siclum geringe bis moderate

Ergebnisse handelt.

Tabellell: Ergebnisse der Overall Accyraad der® -Wertenach Methode. Quelle: eigene Darstellung.

DeepLearning | Deep Learning{ Random Forest| Random Fores
[OA] W 6 [OA] W' 8
LBM1 75%) 0,69 34%) 0,27
Arcgis Pro LBM2 84% 0,77 56% 0,43
LBM1 40% 0,29 43% 0,34
eCognition LBM2 62% 0,45 57% 0,43

Die folgenderSzenersollen einen qualitativen Vergleich ermdglichen und werden folgend in
den Abbildungen 2838 dargestellt. Ein quantitativer Vergleich wird durch die Darstellung der
OA, PA und UAErgebnisse der einzelnen Klassen in den TabeRe2b Ersichtlich.Fir die
Gegenuberstellung der Klassifikation und der Referenz wual@@uf geachtet, dass die
PixelgroBerr 5x5mt gleichsindund sowohlPixelreiherals auchspaltent 56024x22031

T die gleiche Anzatilaben.Es ist anzumerken, dadge Pixelanzahl iutput z.B. aufgrund
von programminternen Rundungsfehlern variieren kann und somihsignifikante
Abweichungen zwischen den Outputs der einzelnen Klassifikationen maoglichirsiddn
Anhéngen 1215 befinden sich die vollstdndigen FehlermatripeMethode. Zudem befinden
sich in den Anhangen 1&3 die Karten der Landbedeckungsklassifikationen, welche mit den
verwendetenMethoden erstellt wurden. Zuveranschaulichundes Vergleichs befinden sich

in den Anhangen 227 Diagramme, welche die Pénd UAWerte der einzelnen Klassen und

Methoden miteinander vergleichen.
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Szenel (siehe Abbildung2und Abbildung ®) enthalt mit der Stadt Straubing und meFluss

Donau zwei markante Landbedeckungen, auf die hier ndher eingegangen wird.

Die Kombination aus pixelbasierteund Deep LearningMethode liefern qualitativ und
guantitativ gute ErgebnisseDies gilt fur beide DarstellungemLBM1 und LBM2. Sowohl die
Klasse der flieBenden Gewasser als autie der versiegelten Siedlungsgebieterden mit
der Arcgis Pro Deep Learninglethode gut hervorgehoben. Ein Vergleich mit der
Referenzszene zeigt, dass die Kl die Trainingsdaten, saowbBM1 als auch LBM2 Format,

gut verarbeitet und das transferierte Wissen aus deainingsgebietemmsetzen kann

Vergleicht man dazu die Klassifikation deCognition Deep Learninilethode, ist zu
beobachten, dass die Hauptklasse 3 uberklassifiziert, wiadurch Hauptklasse 1 die
markante LB der Szene nur moderat klassifiziert wird. Die kunstlichen neuronalen
Netzwerke schaffen es zudem diauliche Infrastruktur von nattrlicime felsigen Flachen zu

unterscheiden, wasin grol3er Vorteigegentber deiRFMethodenbringt.

Quantitativ betrachtetwerden die optischen Werte bestatigbie Arcgis Pro Deep Learning
Methode erzielt auf die gesamte Klassifikation bezogédie besten Geauigkeitswerte.Die
Tabellen 12 und 13 liefern dazu die Veranschaulichuexy Versiegelte und bebaute Flachen
werden einerseits gut erkannt. Mischflachen andererseits werden sowohl m#l®auch RF
Methoden fehlklassifiziertKlasse 5 und deren Subklassen werden so beispielsweise als

versiegelte Flachen fehlklassifiziert.

Tabellel2: Szene 1LBM2¢ Producerund User Accuracigso Klasse und Method®uelle: eigene Darstellung.

Arcgis Pro Deep Learning| eCognition Deep Learnin{ Arcgis Pro Random Foreg eCognition Random Fore
Klasse 1 7 1 7 1 7 1 7
PA 42,1% 18,9% 18,7% 77,5% 15,9% 66,8%
UA 25,9% 72,0% 13,3% 73,6% 19,2% 24,8%

Tabellel3: Szene & LBM1¢ Producerund User Accuracies pro Klasse und Meth@ieelle: eigene Darstellung.

Arcgis Pro Deep Learning eCognition Deep Learning Arcgis Pro Random Fores eCognition Random Fore|
Klasse PA UA PA UA PA UA PA UA
110 21,1% 25,6% 17,5% 15,6% 7,0% 11,0%
121 18,6% 2,7% 2,4% 2,7% 2,5% 3,2%
122 38,6% 27,4% 9,5% 43,8% 2,9% 2,6%
242 3,6% 41,9% 13,1% 1,3% 18,8% 0,3% 15,9% 0,8%
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Ergebnisse Landbedeckungsklassifikation Szene
LBM2 1.
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Abbildung25: Ergebnisse der Landbedeckungsklassifikation in LBM2 DarsteSarge 1. Quelleigene Darstellung.
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Ergebnisse Landbedeckungsklassifikation Szene
LBM1 1.

Referenz Satellitenbild
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Abbildung26: Ergebnisse der LandbedeckungsklassifikatidiBM1 DarstellungSzene 1Quelle: eigene Darstellung.
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Szene 4siehe Abbildun@7 und Abbildung28) zeid einen Ausschnitt des Testgebiets in der
Region Niederbayern, welche vor allem durch Landwirtschaft gepragEistVergleich der
Methoden und der Ergebnisse soll zeigenviefern die Hauptklasse 2 und deren Subklassen

klassifiziert wurden.

Bei einem galitativen Vergleich der Szene stellt sich heraus, das&rdgis Pro Deep Learning
Methode die vorkommende LB am gersten gliedern kann. Sowohl die Landwirtschaft als
auch vorkommende Siedlungsgebiete, Waldd Grunflachen werden durch die Kl erkannt,

sodass die Strukturen dementsprechend wiedergegeben werden kdnnen.

Im Vergleich dazu ist deCognition Deep Learnimdethode weniger gut geeignet, wenn es
darum geht Siedlungsgebiete zu erkennenBesonders aufféllig istjedoch die
Uberklassifikation der Griinflachelhie RFPMethoden wiederum weichen in beiden Fallen von
der Referenzdatei atNichtsdestotrotz lassen sich die landwirtschaftlichen Muster, welche auf
dem Satellitenbild zu sehen sind, guedergeben Ahnlich dem Ergebnder Szene Igibt es

mit RFMethoden Komplikationen in der Unterscheidung wanrsiegelten bewirtschafteten

und sandigerbzw.felsigen Flachen.

Der quantiative Vergleich, dargestelih den Tabellen 4 und 15, zeigt, dass diércgis Pro

Deep Learninlylethode, sofern genug Trainingsdaten vorhanden sind, am zuverlassigsten ist.
Obst und Beerenobstbau sowie Hopfen sind Klassen, welche aufgrund des geringen
Vorkommens in Bayern nahezu keine Trainingsgebiete liefern. Es ist somit vor allem zu sehen,
dass &Methoden in solchen Féllen zu bevorzugen wakie.niedrigen UAVerte sind jedoch
Indizien, dass auch $lethoden mit kleinflachigen Klassen Probleméém, da auch diese

Fehlklassifikationen aufweisen.

Tabellel4: Szene 2LBV2 ¢ Producerund User Accuracies pro Klasse und Methode

Arcgis Pro Deep Learning

eCognition Deep Learning

Arcgis Pro Random Fores

eCognition Random Fore

Klasse

2

2

2

2

PA

18,9%

52,3%

77,3%

UA

25,9%

13,3%

19,2%

Tabellel5: Szene 2 LBM1¢ Producerund User Accuracies pro Klasse und Methode

Arcgis Pro Deep Learning

eCognition Deep Learning

Arcgis Pro Random Fores|

eCognition Random Fore

Klasse

PA

UA

PA

UA

PA

UA

PA

UA

211

88,8%

67,7%

64,8%

45,3%

58,1%

72,8%

222

0,0%

0,0%

1,5%

0,2%

54,8%

0,4%

224

0,0%

0,0%

0,0%

0,0%

0,0%

0,0%

0,0%
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Abbildung27: Ergebnisse deérandbedeckungsklassifikation in LBM2 Darstelk®zene 2. Quelle: eigene Darstellung.
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Abbildung28: Ergebnisse der Landbedeckungsklassifikation in LBM1 DarsteBaege 2. Quelle: eigene Darstellung.

63



Szene Jsiehe Abildung 29 und Abbildung 30) veranschaulidie Klassifikationsergebnisse
von Grunflachen im Bayerischen Wdlths Charakteristische der Szenedsiss der Waldlie

Kontinuitat derGrinflachen unterbricht.

Im qualitativenVergleich der Szenen und der Methoden zeigt sich, dasardgis Pro Deep
LearningKlassifikation anehesten mitder Referenzdatdibereinstimmt Die Hauptklasseri,
2, 3und 4 und deren Subklassererden von den kinstlichen neuronalen Netzwerkénden

Interpretengut dargestellt

Die eCognition Deep Learninglethode wiederum ist von Fehlklassifikationen gepragt.
Wahrend die LBM2 Darstellundie Strukturen der Referenmmoderat erahnenlasst istdie
LBM1 Darstellung nahezu vollstandig fehlklassifiziertHomogenes Grinland wird
falschlicherweiseals laubwald klassifiziert Zudem werden Klassen der Bebauurmtgr

Feuchtgbiete und des Ackerlandes Uberklassifiziert.

Die RAMiethoden anderersés habengegeniuber den DMethoden den Nachteildassdie
unterschiedliche Strukturierunder Szene in LBM1 Darstellung Fehlklassifikationen flhrt.
zunehmend als -Busth

Die eigentlichen Grinflachen werden in diesem Fall

Strauchvegetatioklassifiziert.

Der quantitative Vergleich (siehe Tabell@ und 17) zeigt, dass dies auch auf die gesamte
Klassifikation zutrifft. Sowohl die LBMAals auch die RM2 Darstellungbasierend auf der

Arcgis Pro Deep LearniMgethode, erzielen konstante Werte.

Tabellel6: Szene 3LBM2¢ Producerund User Accuracies pro Klasse und Methode. Quelle: eigene Darstellung.

Arcgis Pro Deep Learning eCognition Deep Learnind Arcgis Pro Random Fores{ eCognition Random Fore
Klasse 3 3 3 3
PA 66,0% 36,6% 20,7%
UA 41,7% 59,4% 55,0%

Tabellel7: Szene & LBM1¢ Producerund User Accuracies pro Klasse und Methode. Quelle: eigene Darstellung.

Arcgis Pro Deep Learning eCognition Deep Learning Arcgis Pro Random Fores| eCognition Random Fore
Klasse PA UA PA UA PA UA PA UA
231 17,9% 60,2% 18,8% 56,2% 26,3% 56,2%
321 5,9% 28,0% 40,7% 7,7% 45,6% 7,8%
233 44.2% 36,8% 12,4% 13,2% 17,6% 31,1%
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Abbildung29: Ergebnisse der Landbedeckungsklassifikation in LBM2 DarsteBarge 3. Quelleigene Darstellung.
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Abbildung30: Ergebnisse der Landbedeckungsklassifikation in LBM1 DarsteBarge 3. Quelle: eigene Darstellung.

66



Szene 4 (siehe Abbildung 31 und Abbildung 323tellt einen Vergleich der
Klassifikationsergebnisse im Bayerischen Wald dar und eignet sich vor allem, um Aussagen zur
Genauigkeit von Forstund Waldklassen zu treffenda diese von Laub Nadel und

Mischwaldern gpragt wird

Werden die Szenen erneut verglichen, ist feststellliass dieArcgis Pro Deep Learning
Methode optisch die besten Ergebnisse erziekhul und Nadelbdume werden tUberwiegend

richtig wiedergegebennd auch die Mischverhaltnisse dergerden on der Kl erkannt

EineErkenntnis,die aus dieser Betrachtung hervorgelmd durchaus Erwahnung in dieser
Arbeit finden sollte, ist dass die unterschiedlichen Lichtverhaltnissew. die hohen
Kontrastunterschiededer zu einem Mosaik zusammengesetztedatellitenszenen die
Klassifikation mitbeeinfeen. Sowohl die RMethoden als auch dieeCognition Deep
LearningMethoden sind davon betroffenDies zeigt sicin abrupten Ubergangen zwischen
den klassifiziertenKlassen oder der Klassifikation von Flachals in dieser Szenaicht
vorkommender Sumpf und Moorgebiete.Zudem werden tberwiegend in eCognition die

Grinflachen als Waldflachen fehlklassifiziert.

In den Tabellen & und 19 werden erneut die Genauigkeitswerte je Klasse und Methode
miteinander veglichen. DieArcgis Pro Deep Learning Methoglaveist sich aldevorzugte
Methode, wobei Unstetigkeiten zwischen den Klassen der LBM1 zu sehen sind. Vor allem die
Klassifikation von Busehund Strauchvegetation fihrt zu keinen verlasslichen

Genauigkeitsween.

Tabellel8: Szene 4LBM2¢ Producerund User Accuracies pro Klasse und Methode. Quelle: eigene Darstellung.

Arcgis Pro Deep Learning eCognition Deep Learning Arcgis Pro Random Fores| eCognition Random Fore
Klasse 4 4 4 4
PA 66,3% 71,8% 71,9%
UA 83,4% 88,9% 89,8%

Tabellel9: Szene 4 LBM1¢ Producerund User Accuracies pro Klasse und Methode. Quelle: eigene Darstellung.

Arcgis Pro Deep Learning eCognition Deep Learnin{ Arcgis Pro Random Foreq§ eCognition Random Fore
Klasse PA UA PA UA PA UA PA UA

322 42,7% 0,8% 12,6% 27,7% 4,5% 7,0%
324 0,1% 23,7% 0,0% 0,0% 1,5% 0,9%

310 0,3% 6,9% 14,0% 4,6% 3,1% 6,7%
311 46,7% 9,0% 28,7% 18,4% 22,3% 28,3%
312 48,3% 55,6% 45,9% 75,7% 75,8% 69,3%
313 11,4% 23,6% 25,6% 42,0% 19,4% 49,9%

67



Abbildung31: Ergebnisse der Landbedeckungsklassifikation in LBM2 Darste8arge 4. Quelle: eigene Darstellung.
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